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   A real time forecasting system for flood events requires a robust, accurate and quick response model 
that is able to predict water levels. We focus on a deep neural network model embedding a long, short-term 
memory architecture (LSTM), which utilizes only observed data without any hydrological-based setups. 
However, lots of data are necessary to develop an accurate LSTM model. To achieve this requirement even 
in insufficient data, an alternative method is proposed in this study using transfer learning (TL) coupled 
with the LSTM model. For TL, the model is pre-trained in a source watershed with lots of flood-event data, 
then being directly applied to a target watershed with small-size data. The results for the top three largest 
flood events in the target watershed show that predicted water levels with TL were improved by 30% of 
those without TL. Additionally, the TL-based model with 10-time re-trainings predicted more accurately 
by 2% if compared with the model without re-training. The computational cast was reduced by up to 1/10. 
 

     Key Words : LSTM, transfer learning, flood forecast, time-series data, insufficient dataset 
 

 

１． 背景と目的 

 

リアルタイムの洪水予測には，頑健且つ高精度で，

さらに短時間応答のモデル開発が求められている1)．

予測時間が非常に短く，また，流出解析モデルのよ

うに物理パラメータなどの調整をする必要のないデ

ータ駆動型のニューラルネットワークモデルが，洪

水予測モデルとして開発されてきた2)．近年，深層ニ

ューラルネットワークが急速に発達してきたお陰で，

さらに予測精度の高いニューラルネットワークモデ

ルの構築が可能になっている3)．特に，時系列データ

の予測を行う場合に，過去のトレンドのような特徴

量を効率的に抽出する機能に優れ，さらにそのトレ

ンドを記憶できる機能を備えた長・短期記憶（Long 
Short-Term Memory, LSTM）アーキテクチャ4)を実装

した深層ニューラルネットワークのモデル（以下，

「LSTMモデル」という）は，ここ数年来，国内外で

広く洪水予測に利用されている5), 6)．しかし，予測精

度の向上のために大量なデータによるモデル内部の

パラメータなどの調整（以下，「学習」という）が

必要なことに加え，学習のために計算コストがかか

ることが主な課題である．これらを解決するために，

不十分なデータを有する対象流域（ターゲット流域）

とは別の流域（ソース流域）で大量なデータで事前

学習させたモデルを再利用する手法である転移学習
7) を用いる（図-1のデータフローを参照）． 
転移学習の導入は，画像分類に優れた畳み込みニ

ューラネットワーク（Neural Network Convolution, 
CNN）8)とのカップリングで実施された画像解析に

多くの事例が見られるものの，時系列データの予測

に利用されるLSTMモデルとの適用事例は未だに少

なく，規則的な変動を伴う信号解析などに見られる

のみである9)．この理由について，時系列データでは，

現時点の値から次の時間ステップの値を予測する場

合に，時間変化のパターンが無数に存在し，ソース

とターゲットのデータ間の類似性を有する特徴を見

出すことが困難だからである． 
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なお，画像分類において，転移学習を導入したCNN
が有用な理由は，類似性のある画像タイプ，例えば

猫と犬のような動物画像の間で転移学習を行う場合

には，共通の特徴量（例：目が2つ，足が4本など）

を抽出しやすいからと考えられる． 
時間変化を伴う洪水予測を行うために構築された

LSTMモデルでは，2つの流域間で転移学習を適用し

た事例は過去に見られない．そこで，本研究では，

洪水予測を行うLSTMモデルに，転移学習を導入し

てデータ量が少ない流域でも良好な予測ができ，ま

たモデルを再利用することで計算コストも削減でき

る洪水予測手法を開発する． 
 

２． 方法 

 

(1) 流域とデータ 

 人為的な操作で河川水位が変化するような治水ダ

ムなどの大規模構造物を有しない2つの流域（ソース

流域とターゲット流域）をそれぞれ選定する（図-1）．

ソース流域は，大淀川水系の中・上流域を含み，861 
km² の集水面積をもち，標高範囲は118–1,350 mであ

る．幹川流路の距離は，水位計が設置された地点（観

測地点，図-1）まで約52 kmである．ターゲット流域

は，網走川水系で，1,380 km2 の集水面積をもち，標

高範囲は0–978 mである．幹川流路の距離は，予測地

点まで約100 kmである．なお，観測地点は，本研究

で用いたモデルの予測地点でもある．入力データと

して使用する洪水イベントについて，河川水位のみ

を変数とし，ソース流域では過去30年間のうち4月～

10月までに発生した洪水イベントのデータ（43イベ

ント）と，ターゲット流域では過去20年間のうち比

較的データ量の少ない（17イベント）を利用する．

これらのイベントの抽出は，ソース流域で，データ

量を増やすためにピーク水位が4.5m以上とし，期間

最大のピーク水位の45％程度の大きさに対応する．

一方，ターゲット流域では，氾濫注意水位（3.2 m）

以上のピーク水位が起こった場合（期間最大ピーク

の約55％に対応）を洪水イベントとして抽出する．

なお，水位のみを入力データとして用いた理由は，

山田ら5)の既往研究を参考にした．1イベントあたり

のデータについて，一言ら3)と同様に，1時間毎の観

測値で，洪水ピークの前72時間からピーク後の48時
間までの合計，約5日間分の連続観測データを有する．

データは，国土交通省が管理する水文・水質データ

ベースより取得する．データの詳細は，Kimura et al. 
10) の先行研究を参照されたい． 
 
(2) LSTMモデル 

 本モデルは，連続性を有する時系列データなどの

予測に特化したアーキテクチャを内蔵し，長期的な

トレンドを記憶しながら学習を行うことができるも

のである．このモデルの内部構造は，現在時刻𝑡の入

力変数（𝑥𝑡）に1ステップ前の時刻𝑡 − 1の出力変数

（ℎ𝑡−1）を追加した後で，2つの活性化関数（𝜎：シ

グモイド関数，tanh：双曲線正接関数）と過去情報

を記憶・忘却する機能を利用し，特徴的な情報を抽

出して出力変数（ℎ𝑡）を算出する（図-2）．LSTMモ

デルの内部構造は，以下の複数の式のように3つのゲ

ートをもつ．なお，式中の𝑤[ℎ𝑡−1, 𝑥𝑡] は，1ステップ

前の出力変数 ℎ𝑡−1と現在の入力変数 𝑥𝑡に関する行

列演算，b バイアスを意味する．忘却ゲートはシグ

モイド関数で制御され，次式で与えられる． 

𝑓𝑡 = 𝜎(𝑤𝑓[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑓)．      (1) 

入力ゲートは，次式のように２つの活性化関数を

用いて，入力データを制御する．なお，双曲線正接

関数はシグモイド関数と比べ勾配の消失をより弱め

る働きをもつために導入される． 

𝑖𝑡 = 𝜎(𝑤𝑖[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖)，      (2) 

𝑧𝑡 = tanh(𝑤𝑧[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑧)．     (3) 

忘却ゲートを含めた上記 3 つの入力データはブレ

ンドされ，次式のように与えられる．但し，時刻 𝑡 −
1で計算された記憶情報C  について一時保存された

メモリーセルから，過去の情報を取り入れるために 
𝐶𝑡−1が導入されている． 

𝐶𝑡 = 𝑓𝑡 ⊗𝐶𝑡−1 ⊕ 𝑖𝑡 ⊗ 𝑧𝑡，       (4) 

ここで，⊗= 積と⊕= 和の演算子である，𝑓𝑡と𝑖𝑡 は，

過去情報の𝐶𝑡−1 と入力情報の 𝑧𝑡に対して，それぞれ

の情報をどの程度の割合で取り入れるかを調整する．

時刻 𝑡 − 1の出力変数 ℎ𝑡−1を，現在ステップの入力

に対して，フィードバックする出力ゲートは次式で

与えられる． 

𝑜𝑡 = 𝜎(𝑤𝑜[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜)．      (5) 

図-1 対象流域のマップと転移学習のデータフロー 
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最終的にメモリーセルからの出力値と出力ゲート

からの値との積によって，アップデイトされる出力

変数は次式で与えられる． 

   ℎ𝑡 = 𝑜𝑡 ⊗ tanh(𝐶𝑡)．      (6) 

 本モデルは，Python11)を用いてプログラミングさ

れ，また，機械学習のためのライブラリなどは，

Keras12)を利用する．最適な学習を行うために，LSTM
モデルのハイパーパラメータなどを調整し，最終的

に採用されたハイパーパラメータは表-1に示される．

なお，本モデルの構築には，巣籠13)のテキストを参

考にした． 
 

（3）転移学習 

転移学習とは，一般的に多数のデータ量を有する

ドメインで事前に学習させたモデルを，少ないデー

タ量を有するドメインで再利用する方法のことであ

る．まず，転移学習無しの場合の一般的な機械学習

について説明する（図-3）．例えば，2つの独立した

ドメインAとBを用意する．データ量を多く有するド

メインAで，モデルAを用いて大量のデータで学習す

れば，高精度な予測結果が得られる．一方，データ

量が少ないドメインBで学習されたモデルBは，デー

タのもつ特徴量を十分に抽出できないので精度の低

い予測結果となる（図-3a）．ここで，ドメインAで
構築された高精度な予測ができるモデルを，ドメイ

ンBでも再利用し，本来低精度な予測となるモデルB
の予測精度を改善することを転移学習と言う．この

とき，モデルA（ソースモデル）で抽出された特徴量

（つまり，モデル内部の最適化されたパラメータの 

 
こと）を取り出して，モデルB（再利用モデル）に組

み込むことで転移学習が可能となる（図-3b）． 

 

(4) 予測精度の検証と転移学習の導入 

検証方法は，洪水イベントの水位データを用いて，

学習・バリデーション・テストのプロセスを通して

行われる 14) ．モデル内のパラメータを調整するため

に，流域の 1～3 番目までの大きな洪水イベントと 2
つの中規模の洪水イベントを除いた残りのイベント

に対して学習を行う．学習結果の妥当性を確認する

ために，過去 2, 3 番目に大きな洪水イベントと 2 つ

の中規模イベントについてバリデーションを実施す

る．モデルの汎用性の確認は過去最大の洪水イベン

トを用いてテストを行う．LSTM モデルに転移学習

を導入した効果を評価するために，ソース流域で事

前学習したモデルを，そのままターゲット流域に適

用してテストを行う．これを，Case 1 とする．Case 
2 は，過去 2 番目の洪水イベントについて，テスト

を行い，過去 1, 3 番目と中規模の 2 つの計 4 つのイ

ベントをバリデーションに使い，残りのイベントを

学習に利用する．Case 3 と Case 4 は，過去 3 番目と

1 つの中規模の洪水イベントについて，それぞれテ

ストを行い，残りのイベント群はバリデーションと

学習に振り分けられる．なお，中規模の洪水イベン

トの 1 つは，共通イベントとしてバリデーションの

みに使われる（表-2，表-3）． 
転移学習を行う場合に，ソース流域でテストされ

た 4 つのケースのモデルについて，それぞれを直接

にターゲット流域の 4 つのケースに適用して，テス

トを行う（再学習無し）．さらにモデルの予測精度を

向上させるために，モデルの一部を再学習してテス

トを行う（再学習有り）．この方法は，fine tuning15)と

も言われる．図-4a に示されるようにモデルのネッ

トワーク構造は，LSTM 層と全結合層が 1 つずつで

ある．ソース流域の学習と予測では，この構造のモ

デルを用いる．転移学習では，ターゲット流域のデ

ータを用いて再学習無しの場合のネットワーク構造 

 
図-2 LSTM アーキテクチャの構造 

表-1 ハイパーパラメータの条件 
 

項目 値 

バッチサイズ 100 
エポック数 100 
損失関数 E（ 式(9) ） 
オプティマイザー 確率的勾配降下法 
学習率 0.01 
LSTM 層（ノード数） １層（20） 

 

 

図-3 転移学習の概念図 
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（図-4b）と再学習有りのネットワーク構造（図-4c）

のモデルをそれぞれ用意する．なお，再学習の回数

は，エポック数に対応する． 
予測結果の誤差評価には，二乗平均平方根誤差

（RMSE）と Nash-Sutcliffe 係数（NS），機械学習の

収束確認に損失係数（E）が，それぞれ適用される．

それらは，次のように定義される． 

RMSE =√∑ (𝑉𝑐𝑖 − 𝑉𝑜𝑖)2
𝑁
𝑖=1 /𝑁，         (7) 

NS = 1 − ∑ (𝑉𝑐𝑖 − 𝑉𝑜𝑖)
2𝑁

𝑖=1 ∑ (𝑉𝑜𝑖 − 〈𝑉𝑜𝑖〉)
2𝑁

𝑖=1⁄ ， (8) 

E = 0.5 × ∑ (𝑉𝑐𝑖 − 𝑉𝑜𝑖)
2𝑁

𝑖=1 ．   (9) 

ここで，𝑁＝計算値/観測値の個数，𝑉𝑜＝観測値，𝑉𝑐＝

計算値，〈・〉＝平均値である． 
 

３． 結果と考察 

 

 まず，ソース流域でのLSTMモデルの予測精度の

検証を行った．4つのケースの学習後に，各ケ－スの

4つの洪水イベントについて，バリデーションを行っ

たところ，RMSE = 0.30–0.43 m，NS = 0.97–0.98で学

習は適切に行われたことがわかる．Case 1～Case 3の
テストの予測結果は，RMSE = 0.38–0.66 m，NS = 
0.97–0.98で良好な結果が得られた．しかし，図-5に

示されるように，ピーク水位は軒並み過小評価され

ている．これは，学習に期間1～3番目に大きな洪水

イベントを学習していない影響と考えられる．また，

中規模の洪水イベントをテストしたCase 4の予測結

果は，RMSE = 0.18 m，NS = 0.99となり，また，ピー

ク水位も良好に再現でき，より高精度な予測結果が

得られた（図-5d）．中規模洪水イベントは学習のた

めのデータに多く含まれるので，予測精度が向上し

たと考えられる．他の研究と比較について，一言ら
3)の全結合型ネットワークをもつ深層学習（DNN）モ
デルを使った水位予測では，同じ流域で1時間後予測

のRMSEは，本研究のものと比べて1/4–1/3となり，よ

り高精度な予測結果が得られている．洪水予測の既

往研究5)では，LSTMモデルの方が，DNNモデルより

も予測精度が高いと報告されているものの，検証方

法の違い，ハイパーパラメータの条件が異なること

が，予測精度に影響しているものと考えられる． 
次に，LSTMモデルへの転移学習の導入の有り無

しについて比較を行う．ソース流域で事前学習され

た各ケースのモデルを，ターゲット流域の呼応する

ケースに適用する．つまり，ソース流域のCase 1 の
モデルは，ターゲット流域のCase 1に直接適用され，

再学習を行わずにテストのみを行った（図-4b）． 
ここで，比較のために転移学習を行わない場合に，

ターゲット流域の予測計算を実施した．この計算で

は，ターゲット流域のデータのみを使って，ソース

流域で実施した方法と同様に，学習・バリデーショ

ン・テストを行った．テストの結果のみを，転移学

習の有り無しの比較とする．図-6に示されるように，

1時間後の予測水位の比較は，どのケースにおいても，

転移学習（但し，再学習無し）を導入した予測結果

の方が，より良好に観測値を再現できた．この理由

は，事前学習を含めてより多くの洪水イベントの特

徴を学習したためと考えられる．表-4で示されるよう

に予測精度の定量評価によれば，転移学習有りの結

果は，無しの結果に比べて，Case 1～Case 3は，30％
前後の改善が見られたものの，ピーク水位値の再現

は，ソース流域でのテスト結果と同様に過小評価で

あった（図-6abc）．また，Case 4は60％強の改善が 

 

図-4 LSTM モデルのネットワーク構造(a) と転移学習の

導入方法：再学習無し(b)，再学習有り(c)． 

表-2 テストのケース一覧（ソース流域） 

 

ケース

名 
洪水イベント 

の規模 
ピーク 

水位（m） 
ピーク水位 
発生日時 

Case 1 期間最大 10.65 2005/09/06 09:00 
Case 2 2 番目  9.80 2004/08/30 11:00 
Case 3 3 番目  9.50 1993/08/01 21:00 

Case 4 任意の中規模 6.03 1999/08/17 16:00 
 

表-3 テストのケース一覧（ターゲット流域） 

 

ケース

名 
洪水イベント 

の規模 
ピーク 

水位（m） 
ピーク水位 
発生日時 

Case 1 期間最大 5.03 2016/08/21 17:00 
Case 2 2 番目  4.84 2001/09/12 07:00 
Case 3 3 番目  4.77 2006/10/08 15:00 
Case 4 任意の中規模 3.20 2011/09/22 13:00 
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見られ，水位ピークもほぼ再現できた（図-6d）．ピ

ーク水位の再現性に関して，Case 1～Case 3とCase 4
の予測精度の結果が異なる理由は，ソース流域で事

前学習されたモデルの予測精度に依存する，つまり，

事前学習モデルで抽出された特徴量が再利用モデル

に引き継がれていること示している． 

 

 

 
ターゲット流域において，転移学習を導入した

LSTMモデルの予測精度をさらに向上させるために，

ネットワークの一部分である全結合層（図-4c）を学

習用の洪水イベントデータを使い10～40回と再学習

を行った．図-7に示されるように，Case 1～Case 3は，

再学習が10回で，誤差の値が収束していることが分

かる．Case 4について，再学習0回のモデルでも，良

好な予測が可能であった． 

 また，学習回数に対するピーク水位値の再現につ

いて定量的に評価すれば（表-5），Case 4を除き，再

学習を40回実施することでで，再学習0回よりも約

2％改善されることが分かった．10回まで行えば，ほ

ぼ改善割合は収束する．一方，Case 4は，再学習によ

る改善は見られなかった．再学習に関する検討から，

ソース流域で事前学習されたモデルの精度が多少低

くても，再学習によって精度が改善されることが明

らかになった． 
類似研究として，LSTMを用いて数多くの流域（約

250個）で長期の経年変化を伴う流出解析を行った研

究16) が挙げられる．本研究と同様の手法で，複数の

流域で事前学習を行ったモデルを，各々の流域で

fine tuning を施した場合に，fine tuning 無しの結果

と比較して，NS の差分値が 0.0–0.4の範囲で予測精

度を改善し，複数の流域で共通にもつ水文学的な特

徴を転移できたと結論付けている．この既往研究の

ように，本研究の短期間の洪水予測に転移学習を導

入する場合にも，ソース流域の水文学的な特徴をタ

ーゲット流域に効果的に転移できたと考えられる． 
 本研究のもう1つの課題であった計算時間の削減

 

図-5 ソース流域のテスト結果 

 

図-6ターゲット流域のテスト結果 
（TL = 転移学習，TL あり＝再学習無しの場合の TL） 

表-4 予測精度の指標一覧（ターゲット流域） 
 

ケース名 
転移学習有り 転移学習無し 

RMSE (m) NS RMSE (m) NS 

Case 1 0.181 0.943 0.271 0.871 
Case 2 0.186 0.979 0.254 0.960 
Case 3 0.176 0.982 0.243 0.967 
Case 4 0.049 0.993 0.130 0.950 

 

 

図-7 再学習の場合の予測精度の比較（NoTL= 転移学習

無し，0th= 再学習無し，10th, 20th, 40th= 再学習回数） 

表-5 ピーク水位の予測値（ターゲット流域） 

 

ケース

名 
観測値

（m） 

再学習後の値（m） 

0 回 10 回 20 回 40 回 

Case 1 5.03 4.59 4.66 4.67 4.68 
Case 2 4.84 4.44 4.51 4.52 4.53 
Case 3 4.77 4.38 4.46 4.47 4.48 
Case 4 3.20 3.19 3.25 3.26 3.27 
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について，我々が開発したLSTMモデルは，比較的シ

ンプルなネットワークなので，全行程の計算時間は

エポック数の回数に要する計算時間にほぼ等しい．

したがって，転移学習無しのケースに要する計算時

間を1とすると，転移学習有りで且つ良好な結果が得

られた再学習10回の計算時間は，およそ1/10に削減

された． 
  

４． まとめ 

 

 高精度な洪水予測のために開発されたLSTMモデ

ルを，不十分な観測データを有する流域でも汎用的

に適用できるようにするために，十分に事前学習さ

れたモデルを再利用するための手法である転移学習

を導入した．ソース流域の水位予測において，良好

な再現結果が得られたモデルに転移学習を導入し，

ターゲット流域へ適用後に，1時間後の水位予測を実

施した結果は，以下のようにまとめられる. 

・転移学習有り（但し，再学習無し）の予測結果は，

転移学習無しの結果と比較して，データ量が限ら

れる期間最大クラスの洪水イベントの場合で，

30％程度改善され，データ量が比較的多い中規模

クラスの洪水イベントの場合には60％強の改善が

見られた． 

・転移学習有りで，モデルの一部を再学習した場合

に，再学習をしなかった場合に比べて約2％の改善

が見られた． 

・計算時間の削減について，転移学習有り（但し，

再学習有り）の計算時間は，転移学習無しと比べ

て1/10となった． 

 

今後の改良点について，本モデルはまだ開発途上

のため，1時間後までの予測しかできないので，数

時間後の予測ができるように拡張する必要がある． 
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