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迅速性・簡便性の観点から河川・水路などの水位予測に利用されるニューラルネットワーク（ANN）に

ついて，モデルに起因すると考えられる不確実性を可視化するために，ANN にベイズ推定を導入したベ

イジアンニューラルネットワーク（BNN）を構築し，ケーススタディとして低平地の排水管理に重要な遊

水地の水位予測に適用した． BNN の構築のために，予測時にモンテカルロドロップアウトを利用し，ド

ロップアウト率（0.1～0.9）の予測精度に対する感度解析を実施した．その結果，BNN で出力された予測

結果の平均値は，ANN と比較して，平常時・洪水時の排水区間で僅かながら予測精度の改善が見られた． 
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1. はじめに 
 
近年，大量のデータさえあれば，将来予測が可能なニ

ューラルネットワーク（ANN）は，リアルタイム予測

が可能な迅速性とモデル構築の簡便性の利点から，河川

洪水予測 1) や農業水利施設の内水氾濫予測 2) などに適用

され，時系列データの予測において有用性を発揮してき

た．一般に，これらのシミュレーションは，決定論的に

求められ，１つの予測結果しか提示されない．しかし，

時系列データを予測できるような回帰型モデルでは，次

のような要因から不確実性が発生する可能性がある 3)．

モデルの学習に用いるデータ量の大小に起因するもの，

回帰モデルの構造自体から発生するもの，観測データに

含まれる誤差（ノイズ）から発生するものである．これ

らの不確実性をまとめると，Hüllermeier and Waege-
mang 4) が例示した，入力データ自体（異常値のような

大き過ぎるノイズやデータの曖昧さ等）によって発生す

るような「偶然の不確実性」とモデル自体（入力データ

に対するモデルの訓練不足やスペック不足等）から発生

するような「認識の不確実性」に分類できそうである．

これらの不確実性は，通常の ANN では分離ができない

ものの，主に認識の不確実性を分離することが可能なモ

デルとして，ベイズ推定を導入した ANN（ベイジアン

ニューラルネットワーク，以下「BNN」という）が開

発された 5)．BNNは，予測値に対してどの程度の確信を

持って予測できたかの情報を提供できる．  
BNN の適用事例として，水文・水理分野では，予報

雨量の不確実性を反映させたダム流量の予測に導入され

た事例 3) があるものの，排水機場等の農業水利施設の運

転判断に利用される，用排水路や調整池の水位予測に適

用された事例は見当たらない．また，現場の利点として，

不確実性を可視化することで，特に豪雨時に施設管理者

が内水氾濫リスクの度合いを事前に把握でき，洪水時排

水のためのポンプ操作などの対応について，彼らの経験

知を補強することもできる．  
本研究では，農業水利施設用の排水機場の運転操作に

利用される，遊水地の水位予測情報に不確実性を可視化

できる BNN モデルを，深層学習の汎化性能を保つため

の手法の 1つであるドロップアウト（以下「モンテカル

ロドロップアウト，MC Dropout」という）を用いて構築

する．さらに，BNN モデルのハイパーパラメータのキ

ーとなる ドロップアウト率（Dropout 率）の感度解析を

実施する． 
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2. 方法 
 
本章では，対象地区とデータ，従来型 ANN および

BNN モデルの概要，モデルの予測結果の評価方法など

について簡潔に説明する． 
 
(1) 対象地域とデータ 

本研究では，低平地（農地や宅地を含む）を対象にす

る．低平地の特徴では，約 100 km2 の流域面積を有し，

日常的に常時排水を行う信濃川下流部に広がる地区であ

る．農地は水田などに利用され，灌漑期・非灌漑期の排

水管理は排水機場のポンプで行われている．図-1に対象

地区のイメージ図を示す．排水機場のポンプ操作のため

に利用する情報として，遊水地の水位を連続的に観測し

ている．本研究では，2010年 4月～2019年 3月の期間，

9年間分の1時間毎に観測された水位データ（約8万点）

を用いる（図-2）．この水位変化について，長期にわた

りほぼ基準点（-2.5 m）を上下するものの，大規模洪水

に起因する複数の水位上昇が見られる．加えて，灌漑期

と非灌漑期で常時排水のポンプ操作が異なり，概ね灌漑

期で一日 2回，非灌漑期で 1回の水位変化が見られる．

このように，水位データは，常時排水や洪水時排水など

で生じる水位変化が含まれ，灌漑期・非灌漑期が季節変

動の中でそれぞれ一定期間見られるので，1 年サイクル

を単位にして，モデルの予測計算を実施する．また，雨

量データについて，約 0.5 km離れた近郊のアメダスデー

タを利用した．低平地共に地形の起伏が少なく，水位観

測地の降雨量との間に大きな差異はないと考えられる． 
 
(2) ベイジアンニューラルネットワーク（BNN） 

 本手法で用いた ANN は，連続データの予測に頻繁に

利用される長・短期記憶（LSTM）6) のアーキテキチャ

を採用する．モデルの駆動部分として，LSTM を組み込

んだモデル構造は，図-3a に示すように，LSTM 層と全

結合層を結合したものになっている．ここでは，この構

造を「従来型 ANN」と定義する．詳細な説明は，著者

らの先行研究を参照されたい 7)． 
 従来型 ANN の学習では，ノード間の 1 つ 1 つのネッ

トワーク上に定義された重み付き係数とバイアスの値は

一意に決まるものの，それらの係数やバイアスを確率分

布に基づいて，ばらつきを与えることで，不確実性を表

現することができる 8)． ここで，ANNの予測結果に不確

実性を表現するために，ベイズの定理を考える．データ

y を与えるモデルパラメータ θを決める場合に，ベイズ

の定理により，データ yを観測した後に，モデルパタメ

ータ θ が取り得る条件付き確率（事後確率分布：P(θ|y) ）
は，次数で与えられる． 

 

𝑃𝑃(𝜃𝜃|𝑦𝑦) = 𝑝𝑝(𝑦𝑦|𝜃𝜃)𝑃𝑃(𝜃𝜃)
∑ 𝑃𝑃(𝑦𝑦|𝜃𝜃)𝑃𝑃(𝜃𝜃)𝑦𝑦

  (1) 

ここで，P(θ) は事前確率分布と呼ばれ，データを観測す

る以前における θ の値に対する発生確率を示し，P(y|θ) 
は尤度関数と呼ばれ，θ の値が決まった条件下における

データ yの確率分布を示す 5)． 

 

図-1 対象地区のイメージ図．  

 

 

 

図-2 排水機場近隣の観測データ（雨量・水位）：全期

間(上段)，常時排水(下段左), 洪水時排水(下段右)． 
 

 
図-3 モデル構造：(a) 従来型 ANN, (b) BNN 
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BNNにおけるパラメータ θの事後分布 P(θ| y)を解析的

に導出するのは困難なために，その分布を推定するため

の手法を代替するものとして，近似的に等価な計算手法

である MC Dropout を利用 9)し，従来型 ANNの予測時に

適用し不確実性を表現する（図-3b）．なお，ドロップ

アウトの処理は，従来型 ANN の学習時にも過学習を防

ぐために利用されている．このMC Dropoutを予測時にも

利用し，複数回予測することで，確率的に複数個の出力

結果が生成される．これは，気象モデルの初期値にばら

つきを与えて複数のシミュレーションを実施するアンサ

ンブル予測の複数個の出力結果に類似し，本研究では，

疑似的なアンサンブル予測と見なす．疑似アンサンブル

予測で生成されるメンバー数を 100個とした．予測結果

の評価は，疑似アンサンブル予測の平均値を用いること

にする． 
従来型ANNとBNNのハイパーパラメータは，予測対

象データを用いた場合に，Dropout 率の変化に対しても，

過学習や計算の発散が起こらない値を設定した（表-1）．

なお，入力データに対して標準化（z-score）を行い，出

力時の活性化関数に恒等変換を採用した． 
 
(3) 精度検証方法 

K 分割交差検証法を用いて予測精度の誤差評価を行い， 
Nash-Sutcliffe係数（NSE）で定量化する．なお， K = 9と
し灌漑期・非灌漑期を含む季節変化が 1年のサイクルで

行われることを考慮して，予測期間はそれぞれ 1 年間

（約 8800 個のデータ数に対応）とする．残りのデータ

はモデルの学習用に利用される．本研究の対象データに，

常時排水と洪水時排水の特徴的な水位変化が見られるの

で，典型的な常時排水の区間（2011年 9月中旬：図-2下

段左）と期間最大級の洪水イベントが発生した区間

（2011年 7月下旬：図-2下段右）を予測精度の評価と不

確実性の表現の程度を対象にする．なお，これらの区間

は，2011年の予測期間に含まれ，モデル学習は，2011年
以外の期間（8 年間分）のデータを用いて実施されたも

のである．本モデルを将来的に社会実装することを目指

して，予測時間（リードタイム，以下「LT」という）6 
hまでの予測精度を検証する． 

 
 
3. 結果と考察 
 

(1) 従来型 ANNと BNNの予測結果の比較 

 従来型ANNを用いた常時排水・洪水時排水区間のLT
＝1 h, 3 h, 6 h の水位予測結果を図-4 に示す．無降雨状態

の常時排水区間において， LT＝3 h までの予測結果は，

良好に観測値を再現できているものの，LT＝6 h では波

形の山と谷の部分の再現性が低いことが分かる．一方，  豪雨が発生した洪水時排水区間では，LT＝3 h まで 2～3

表-1  ANN のハイパーパラメータなどの設定 
 

項目 設定値 

誤差評価：NSE* =1 − ∑ �𝑉𝑉𝑐𝑐,𝑖𝑖 − 𝑉𝑉𝑜𝑜,𝑖𝑖�
2

𝑖𝑖 ∑ �𝑉𝑉𝑜𝑜,𝑖𝑖 − 〈𝑉𝑉𝑜𝑜〉�
2

𝑖𝑖�   

損失関数： 
 二乗和誤差* = ∑ �𝑉𝑉𝑐𝑐,𝑖𝑖 − 𝑉𝑉𝑜𝑜,𝑖𝑖�

2
𝑖𝑖  

入力 雨量・水位, 現時点～6 h 前まで (1 h 間隔) 
出力 (Lead Time) 水位，1～6 h (1 h 間隔) 
中間層の要素数 77 
エポック数 300 
バッチサイズ 100 
学習率 0.001 
オプティマイザー 確率的勾配降下法 
Dropout率 0.1～0.9  (0.1 間隔) 

*Vc = 予測値; Vo = 観測値; < > = 平均値． 
 

 
図-4 従来型 ANNの予測結果：常時排水区間(左側)，

洪水時排水区間(右側)，(黒＝観測値，赤＝予測値)．  

 

 
図-5 BNN の予測結果，Dropout 率=0.5（黒=観測値，赤

=平均予測値，シアン=各予測値，青=95%信頼区間）.但

し，95%信用区間は各予測値とほぼ重なるので省略． 
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番目の波形の山は，良好に再現できているものの，ピー

ク水位の再現性は困難であった．この理由は，期間最大

洪水のピーク水位を学習できていないからである．また，

LT＝6 h では，ある一定時間のタイムラグが生じている

ので，さらに再現性が低下している．このタイムラグは，

LSTMの構造上の問題で発生している．次に，Dropout率
＝0.5の場合の BNNの予測結果について述べる．図-5に

100 個の疑似アンサンブル予測を示す．水位変化が激し

い波形の山や谷で，ばらつきが見られ，特に洪水時排水

区間のピーク水位付近では，強い上下振動が見られる．

また，赤線で示される疑似アンサンブル予測結果の平均

値の時間変化は，概ね従来型 ANN の予測結果に類似し

ているものの，ピーク水位付近の水位変化では，どの

LTでも比較的緩やかな変化を示している． 

 
(2) 予測精度に対する Dropout率の感度解析 

モデルの学習時と予測時に用いるDropout率を0.1の間

隔で 0.1～0.9 と変化させ，NSE を用いて従来型 ANN と

BNNモデルの予測精度の比較を行った（図-6）．なお，

Dropout 率＝0 で，従来型 ANN と同様な構造になる．

Dropout率が増加すれば，図-3bのpattern iのように不活性

化ノードが増加し，少ないノード数で予測を行うことに

なる．常時排水区間では，Dropout 率＝0.9 を除き，従来

型 ANN と比較して高々数%の改善が見られた．他方，

洪水時排水区間では，TL＝1 hでDropout率が 0.6まで，2
～16％の改善が見られたものの， Dropout 率が大きくな

れば，予測精度が低下した．TL ≥ 3 h の予測結果でも，

従来型ANNよりも予測精度の低下が見られた． 
ここで，幾つかの条件の下で予測精度の改善が見られ

たことについて考察する．BNN で予測された平均値は，

アンサンブル学習を実施したことと同じである．この方

法では，他の機械学習（例：ランダムフォレスト）でも

行われるように，少しづつ異なる複数の予測モデルの全

ての結果を平均化すれば，バイアスを小さくするなどし

て過学習の度合いを減じることが可能で，結果的に予測

精度の向上につながったと考えられる． 
 
 
4. まとめ 
 
水位予測が可能な ANNにベイズ推定を導入した BNN

を構築し，低平地排水管理に適用した．BNN のキーパ

ラメータである Dropout 率の平均予測値の精度に関する

感度解析を行った．Dropout 率が小さい場合に，すべて

の LT の常時排水区間において，また LT＝1 h の洪水時

排水区間において，多少の予測精度の改善が示された． 

 
図-6 Dropout 率の変化による BNN の予測精度の評価

(TL=1, 3, 6 h):常時排水区間(上段)，洪水時排水区間(下

段)，(青丸=BNN の NSE，赤線=従来型 ANN の NSE)． 
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