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土木計画学の様々な分野において，大規模で高解像度なデータの利用可能性が高まり続けている．このとき，
統計学で一般に用いられるモデル選択規準は，サンプル数が増えるにつれて変数の多い複雑なモデルを支持す
る傾向がある．しかし，これは本分野がモデル推定に期待する問題解決の方向性と整合しないように思われる
場面もある．すなわち，我々が直面する具体的な問題において，データ規模に応じたモデルの複雑さをどう捉
えるべきか，その際にどのような課題が存在するかは必ずしも整理されていない．そこで本稿では，著者既報
であるマクロ交通流の Fundamental Diagramを地点ごとに推定する問題を例に，データに関連する課題を整
理し，統計的モデル選択規準の現状を説明し，規準の性質を実例で示したうえで，今後の展望を述べる．
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1. はじめに

(1) 交通流の分析と大規模・高解像度データ
土木の多くの分野に違わず，交通流の観測やモデリン
グにおいても大規模で高解像度なデータの利活用が進
んでいる．たとえば，多数の地点でのトラフィックカ
ウンターの 5分交通量データが提供されている注1),注2).
これらは，研究はもちろんのこと，各種コンペティショ
ン等でも用いられている1), 注3)．
本稿は，そのようなデータの一例として，全車両軌
跡データを扱う．一般に，車両軌跡データとは，コネ
クティッドカー1の位置を時々刻々と記録したものであ
る．その記録間隔が十分に小さければ，実質的に当該
車両の走行軌跡を完全に把握可能であるといえる．全
車両軌跡データとは，文字通りすべての車両からこの
情報が得られる場合のデータのことである．あらゆる
空間において全車両軌跡データが得られれば，少なく
とも2交通工学の研究上は理想的だが，この想定は現実
的ではない．現時点では，特定の道路リンク上の特定
の時間帯に限ってそのようなデータが得られている．
具体的には，NGSIM2) は約 600 m×15 分間 ×6 セッ
ト，Zen Traffic Data3), 注4)は 1.7-2.8 km×1時間 ×16
セット，I-24 MOTION4) は 6.75 km× 日中全時間帯
という規模感である．日本では，阪神高速道路株式会
社が提供する Zen Traffic Dataが最大のデータセット

1 日本ではプローブカーと呼ばれることが多い．
2 たとえばプライバシーの問題は別に存在する．

であり，既存モデルの大規模な検証や新規モデルの開
発，シミュレーションモデルへの応用等に利用されて
いる5), 6), 7), 8), 9), 10), 11), 12), 13).

(2) Fundamental Diagramの高解像度化
上記のような大規模で高解像度なデータを用いて，マ
クロ交通流分析の根幹をなす流率-密度-速度関係 (Fun-
damental Diagram, FD)を空間的に高解像度に推定す
る方法を検討する．道路の性能を，その道路上で実現
する交通状態 (流率 q，密度 k，速度 vの 3変数の組)の
関係性で記述するとき，FDは定常状態 (2.(2)b))にあ
る交通状態が経験的に従う関係性である: 密度 k を引
数とする関数 f を用いて q = f(k)や v = f(k)のよう
に表現したものである．FDは道路ネットワーク上の交
通量の分布や渋滞の伝播などを把握・予測するために
大きな役割を果たす14), 15)．ゆえに，実データに基づい
て高精度な FDを推定することは工学的に重要である．

FDは交通状態の 3変数のみならず，地点 x，時刻 t，
個人 nにも依存する (i.e., v = f(k, x, t, n))16), 17)．観
測データに基づく FD推定では，分析者がこれらの変数
について暗黙裏に仮定を置く．たとえば，トラフィッ
クカウンタの設置地点 x = X で長期間観測したデータ
を FD推定に用いる場合，地点 x = X の FDを時刻 t

や個人 nに依存しない単一のものとみなして求めるこ
とに相当する．
さて，従来はデータを観測できる地点が限られてい
たため，地点 x = X で推定した FDを，その周辺に共
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通の FDとして扱ってきた．また，観測ができない地
点における交通状態の推定は重要な課題であり，多様
な切り口から多くの研究が蓄積されてきた18), 19)．一
方で，すでに述べたとおり，近年は全車両の軌跡デー
タのような時空間的に高解像度なデータが入手可能と
なった．このデータを利用すれば，原理的には任意の
地点における FDを推定できる．たとえば，直線・曲線
区間，任意の微小区間ごとの FDである．以降，この
FDを区間別 FDと呼ぶ．FDがネットワーク上の分析
に用いられることを考えれば，現象の正確な把握や予
測にあたって多くの地点で正確な FDを知ることが望
ましい．その際に区間別 FDの考え方は有用であろう．
しかし，車両軌跡データが与えられた連続空間に対
して，相互に異なる FDを推定すべき区間を適切に設定
することは難しい．区間を不必要に小さく設定すると，
本来は同一の FDに従うひとつの区間が異なる区間に
分離されてしまう．すると，観測データに内包される
バラツキにより，分離された区間どうしに本来有意で
はない微小な差異を見いだすことになる．これは統計
的に不適切なばかりか，推定された区間別 FDを用い
たその後の分析を複雑化する点で実用性を欠く．一方
で，区間を大きく取りすぎれば，実際には異なる FDに
従っている区間を同一の FDに従う区間として集約す
ることになる．これは現象理解として正しくなく，FD
を利用した分析結果も不正確になるばかりか，高解像度
データが有する豊富な情報を無駄にすることにもなる．

(3) 本稿の主題と構成
この問題の解決方法は，全車両軌跡データが与えら
れた際に適切な区間分割を行う方法を構築することで
ある．そして，線形な FD関数の仮定下では，相互に
異なる FDに従う区間を特定し，同時にそれらの区間
別 FDを推定する手法が提案されている20)．これによ
り，分析者の先験的な知識を援用しなくても統計的に
最適な区間別 FDを推定できる．また，実用性の高い
任意の区間数で推定することも可能な手法である．
ここで，この例を少し抽象化して捉えたい．すると，

「大規模なデータが与えられたときに，どのくらい・ど
のように複雑なモデルが適切か」という問題を考えてい
ることが分かる．「どのくらい」が区間数に，「どのよう
に」が区間の分かれ方にそれぞれ相当する．また，区間
数が多いほどパラメータ数が増え，「複雑なモデル」に
なることも直感的に理解できよう (具体的には 4.(3))．
さて，5.(4)で説明するように，一般にデータが大規
模になると複雑なモデルが支持されやすくなる．目の
前で起きている現象は何も変わっていないにも関わら
ず，観測が大規模になるだけで最適とされるモデルが
複雑になっていくということである．区間別 FD推定

においては，最適な区間数が増え，区間の分かれ方が
変化しうることになる．そして，このことは区間別 FD
推定に限った話ではない．むしろ，大規模データを扱
うすべての問題に共通する事象であり，土木計画学の
多くの分野において重要な論点であると考えられる．
そこで本稿は，区間別 FDの推定問題を通して，デー
タが大規模になると複雑なモデルが支持されるという
ことについて考えていきたい．そのために，まず 2.で
大規模で高解像度なデータを用いたFD推定および周辺
の課題を整理する．続く 3.で全車両軌跡データと FD
推定に用いるサンプル生成を説明し，4.でスパースモ
デリングを用いて区間別 FDをモデル化する．その後，
実際の推定に先立って 5.では統計的なモデル選択の現
状を概観する．そして，6.でシミュレーションデータ，
7.で実データに対してそれぞれ適用および考察を行う．
8.では今後の展望を含めつつ本稿をまとめる．

2. 課題の整理

本章では，大規模で高解像度なデータを用いた FD推
定および周辺の課題を整理する．もちろん，以下に示
すもの以外にも，多種多様な課題が存在すると思われ
る．著者の能力不足や紙面の制約によりそのすべてを
扱うことはできないため，本稿 5章では特に (5)のモ
デル選択を扱う．

(1) データ取得
存在するデータが限られている場合，そこから分析
者が研究に用いるデータを決定することは容易である．
一方，すでに述べたように，大規模で高解像度なデータ
が多数蓄積されていることは確かである．しかしなが
ら，その全容，すなわちどのようなデータがどの組織
に存在するのかの把握は容易ではない．また，日本で
は，データのオープン化が海外の同分野あるいは国内
の他分野に比べて進んでいない状況である．たとえば，
データの公開期間が限定的である，データの利用申請
が必要である，コンペティションに参加した場合のみ
用いることができるなどの制約が存在することは珍し
くない．そのため，分析に適したデータを探し，利用
可能とする過程自体に検討が必要となっている．

(2) データ処理
全車両軌跡データ等から交通状態を算出し，FD推定
のためのサンプルに加工する処理に相当する．
a) サンプルデータ生成
従前のトラフィックカウンターのデータを用いる場
合を考えよう．観測地点は当該カウンターの地点に限
定される．また，観測できる交通状態変数は流率と (密

2

第 68 回土木計画学研究発表会・講演集



度の代替変数である)時間占有率であり，機器によって
は車両個々の速度も含まれる，などということが事前
に明らかであった．これに対し，いわば生データであ
る全車両軌跡データを用いれば，任意地点・時点の交
通状態変数を算出できる．そのため，分析に用いる際
には分析者が何かしらのルールを定め，データ処理を
行う必要がある．
たとえば，任意の地点で仮想的なトラフィックカウ
ンターを設けたものとしてデータを生成することがで
きる．あるいは，任意の時空間領域において Edieの定
義21)に基づいて交通状態変数を算出することもできる．
後者は一般性の高い手法であり，理論的に妥当であろ
う．ただし，その時空間領域の形状や大きさを決定す
る必要がある．領域の形状を矩形に限定したとしても，
時間・空間方向それぞれの大きさを決めなければなら
ない．この大きさの設定方法に普遍的な指針は存在し
ない．そこで，多様な設定方法による FD推定の検討
がなされている10)．なお，本稿が扱う区間別 FDでは，
空間方向の大きさが区間の最小長さとして扱われるこ
とになる (詳細は 3.(2))．
b) データクリーニング
一般にデータからモデルを推定する際に，異常値等
を取り除くデータクリーニングが行われる．FD推定に
おいては，定常判定という操作がこれに対応する．FD
は直下で述べる定常状態にある交通状態が従う関数で
ある．したがって，前項で算出した交通状態から定常
状態にあるもののみを抽出する必要がある．これを定
常判定という．定常状態とは，対象時空間領域内の全
車両が等速度かつ等車頭距離で走行している状態であ
る．ただし，厳密な意味でそのような交通状態が観測
されることは稀である．そこで，多くの研究では「ほ
ぼ定常 (near steady)」でこれを代用し，速度の変動係
数を用いて定常判定を行っている10), 22), 23)．その具体
的な手順は 3.(3)で詳述する．
ただし，この方法は，必ずしも全車両軌跡データのよ
うな高解像度データを念頭に置いたものではない．現
に，この定常判定を行った後にも大きなデータのばらつ
きが残存することがある (たとえば後出の図–3 )．特に
前項の矩形を小さく設定した場合 (i.e., より高い解像度
で分析を行おうとした場合)に顕著な傾向である 注5) ．
この理由のひとつは，FDの個人依存が考慮できていな
い点や等車頭距離が考慮されていない点にある．定常
判定方法の改善に取り組んでいる研究も存在する 注6)．

(3) 回帰モデルの設定
a) FD関数

1935年のGreenshields24)以来，多種多様な FD関数
が提案されてきた．理論的な解釈可能性，データへの

当てはまり，パラメータ推定の容易さ，あるいはネッ
トワーク分析への展開可能性などの観点でそれぞれ利
点や欠点を有する．また，前述の通り，交通状態変数
の算出方法と FD関数の当てはまりの良さが相互に関
係することも分かっている10)．
b) 被説明変数
仮に観測データが流率 qと速度 vであるとしよう．こ
こで，FD関数が v = f(k)の形式で記述されているな
らば，その推定に先立って恒等式 q = kvを用いてデー
タを kと vの組に変換する必要がある3．この場合，結
局は v = f(q/v) という式に対してパラメータ推定を
行っていることになる．もちろん推定は実行可能だが，
両辺に同じ観測変数が投入されることへの違和感は否
めない．また，被説明変数に q と v のどちらを設定す
るかにより，最適化の目的関数も異なる4．しかしなが
ら，観測データと被説明変数の取り方の関係について
詳細に論じられることは少ないように思われる．その
主たる理由は，実務上の問題が少なく，観測データ制約
が大きければ議論の余地も少ないことだろう．これは
高解像度データゆえに追求が可能になった課題である．
c) 追加的な説明変数
データの規模や解像度によっては，FD関数の引数に
個人 nや時刻 tを導入することも理屈上は可能である．
ただし，時間帯ごとの違いや個人差に由来するばらつ
きについて個別の議論はある8), 25)ものの，包括的な検
討は著者の知る限り行われていない．

(4) パラメータ推定
前節で少し触れたが，FD関数にはパラメータが含ま
れており，観測データから推定する必要がある．最小
二乗法や最尤推定法を用いることができる場合には，そ
れらを用いることが多いようである．ただし，誤差分
布に (明示的か否かを問わず)正規分布を仮定するため，
高密度領域では現実には発生し得ない負の流率や速度
を許容する状態になっている．このことが FDの精度
にどの程度・どのような影響を及ぼしているかは定か
でない．また，自由流領域と渋滞流領域で異なる関数
に従う FD5の場合，必然的に段階推定，EMアルゴリ
ズムあるいはベイズ推定の導入が必要となる．

(5) モデル選択
モデル選択とは，データへのモデルの当てはまりの
良さを比較検討する作業である．この「当てはまりの
良さ」の基準が複数あるために，モデル選択に用いら

3 交通状態の 3 変数の間には，常に q = kv が成立する．
4 たとえば，最小二乗法であれば q と v のどちらの残差二乗和を
最小化するのかが異なる．当然の帰結として，推定される FD
も若干異なるものとなる．

5 たとえば，頻繁に用いられる Triangular FD も含まれる．
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図–1 対象区間 (資料 注4) より引用)

れる規準もまた複数存在する．この節では概略を述べ，
詳細は 5章で議論する．
複数の FD関数候補を想定した場合，それらのなかか
ら当てはまりの良いものを選ぶ方法が必要である．残
差二乗和や尤度に着目する方法，各変数の有意性に着
目する方法，モデル全体の性能に着目する方法などが
存在する．また，変数の候補が大量に存在する場合，そ
の全パターンを試すことは組合せ爆発により非現実的
である．そのため，LASSO26) に代表されるスパース
モデリングを用いることもある．本稿で扱う区間別 FD
もこれに相当する．

(6) 精度検証
前節は，あくまでも統計的なモデルの良さを述べた
ものである．一方，実用面からは，FD 推定による交
通流の再現性もまた重要な観点である．得られた (区間
別)FDを用いたシミュレーションにより軌跡や交通状
態がどの程度再現できるかを検証することが考えられ
る．また，前出の未観測地点における交通状態推定手
法についても，実データによる検証が可能となる．こ
れにより，実用的な意味で必要な観測の解像度を議論
することができる．一定程度の観測データにより未観
測地点を十分精度良く推定できることがわかれば，実
務上大きな価値があろう．

3. 使用データ

本章では，全車両軌跡データから以降の FD推定で
サンプルとして用いる交通状態を算出する．基本的に
既報20) と同様であるため，ここでは概略を示す．
阪神高速道路株式会社が提供する全車両軌跡データ

Zen Traffic Dataのうち，11号池田線の大阪方面 (上り
線)の塚本合流付近における，平日午前 7-8時の追越車
線を対象とする．5.0キロポストから 3.0キロポストの
2 kmにわたって全車両の走行位置が記録されている．
1745台が通過しており，出勤ラッシュに起因すると思
われる渋滞状態も観測されている8)(図–1 )．

(1) 全車両軌跡データ
以降では具体の場所を指し示すために，3.0 キロポ
ストの地点を x = 3000 [m]，3.5キロポストの地点を

図–2 交通状態の算出と単位区間の設定

x = 3500 [m]のように，変数 xを用いてメートル単位
で表記する．先験的には，上り・下り勾配や勾配変化
に伴うサグ部，入口車線の合流部，車線変更禁止区間
などが FDに影響を与えうる．

(2) 交通状態変数の算出
交通状態の 3変数 (流率 q，密度 k，速度 v)を Edie
の定義21)に基づき算出する (図–2 )．具体的には以下:

1. 時空間上に時間幅∆tおよび距離∆xで囲まれる矩
形領域 Aを定義する．

2. 領域 A内の全車両の総移動距離と総移動時間を集
計する．

3. 以下の式で交通状態を定義する:

q =
総移動距離

|A|
(1)

k =
総移動時間

|A|
(2)

v =
総移動距離
総移動時間 (3)

ただし，|A| = |∆t∆x|は領域 Aの面積である．

領域 Aは ∆t = 5 [秒]および ∆x = 50 [m]で構成す
る． そして，データの全時空間領域 (1時間 × 2 km)
を埋め尽くすように 720× 40 = 28800個の領域に分割
し，それぞれについて交通状態を算出する．以降では
距離 ∆xごとに区切られた部分を単位区間と呼び，下
流から順に s = 1, 2, . . . , 40と番号を振る．すなわち，
単位区間 sは地点にして 2950 + 50s ≤ x < 3000 + 50s

[m]の範囲を意味する．また，連続する単位区間 1つ以
上からなる部分を区間と呼び，その区間における単一
の FDを区間別 FDとする (図–2 )．すなわち，単位区
間の長さは，区間別 FDが取りうる最小の長さとなる．

(3) 定常判定
前述の定常状態を，全車両が等速度という条件に着
目し，以下の方法で判定する．

4
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横軸が密度 k [台/km]，縦軸が速度 v [km/時]．
以降の図も同様．

図–3 定常状態での速度-密度関係

上図: s = 5，サンプル 707個．
下図: s = 31，サンプル 561個．

図–4 単位区間における定常状態での速度-密度関係の例

1. 領域 A内に存在する車両それぞれについて，個別
に速度 (=領域A内の移動距離/領域A内の移動時
間)を算出する．

2. これを用いて，領域A内に存在する車両の速度の変
動係数 (=車両どうしの散らばりを表す標準偏差/
車両間の平均)を求める．

3. 変動係数が事前に定めた閾値 θ(= 0.15)以下の交
通状態を定常状態と判定する．

得られた定常状態を k−v関係の散布図として図–3に
示す．定常状態と判定された交通状態は 25150個であっ
た．単位区間別の k− v関係の一例として，s = 5およ
び 31のデータのみの散布図を示す (図–4 )．両区間の
散布図を視覚的に比較すると，同一の FDに従うとみ

なすよりは，それぞれに異なる FDを推定したほうが
良いようにも思われる．次章のモデル化によりこのこ
とを統計的に扱い，最適な区間設定手法を構築する．

4. 区間別FDのモデル化

(1) 前提条件
推定する区間別 FDについて，以下の仮定を置く:

1. FDの関数形は，簡単のためGreenshieldsの式24)

を用いる：速度 vが密度 kの一次関数として
v = vf + wk (4)

である．未知パラメータは vf とwの 2つで，それ
ぞれ切片 (k = 0のときの vの値)と傾きを表す．

2. 区間によらず，FDの関数形は同一とする．すなわ
ち，異なる区間別 FDどうしでは，上式における
切片と傾きの値のみが異なる．

3. 隣接する単位区間で切片や傾きの値が大きく異な
るようなデータのとき，それらは異なる FDに従
う区間に所属する．そうでない場合は，両単位区
間は同一の FDに従う区間に所属する．

(2) Generalized Fused Lasso
区間別 FDを，スパースモデリング手法の一種である

Generalized Fused Lasso27)を用いて定式化する．これ
は空間統計分野での適用でいくつかみられる28), 29) 手
法である．スパースモデリングの目的は，回帰モデル
特定に際する適切な説明変数の選択 (およびその結果と
しての過学習の回避)である．そのために，大量の説明
変数の候補から少数の重要な説明変数を特定する手続
きを制約付き最適化問題として定式化する．
スパースモデリングの代表的手法に Lasso26)がある．

Lassoでは，回帰モデルの損失関数とパラメータの L1

正則化項との重み付き線形和を最小化するパラメータ
を求めることで，変数選択とパラメータ推定とを同時
に実行する．具体的には，モデル式を

y = Xβ + ε (5)

とするとき，以下の式を最小化するパラメータを求める．
min
β

[
1

2
∥y −Xβ∥22 + λ∥β∥1

]
(6)

ただし，y は N 行 1列の被説明変数ベクトル，X は
N 行K 列の説明変数行列，βはK 行 1列のパラメー
タベクトル，εは N 行 1列の誤差項ベクトルである．
∥ · ∥1, ∥ · ∥2はそれぞれ L1, L2ノルムを表し，λは回帰
モデルの損失関数に対するパラメータの L1正則化項の
重みを定めるハイパーパラメータである．正則化項の
性質により，重要でない変数のパラメータは 0に推定さ
れやすい．このとき，その変数候補は選択されなかっ

5
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たと判断する．λ = 0のときは，すべての変数候補を採
用する回帰モデルに帰着する．λがきわめて大きいと
きは，損失関数の L1正則化項が卓越し変数は採用され
なくなる．なお，正則化項の影響を各変数に対して均
等にするために，説明変数を投入する際には平均 0，分
散 1に標準化する．
この正則化項を工夫することで，Lassoの様々な拡張
形が提案されてきた．Generalized Fused Lassoは，隣
接するパラメータの差についての L1 正則化項を式 (6)
に加える．パラメータの隣接関係は分析者が任意に定
義可能である．そして，以下の式を最小化するパラメー
タを求める．

min
β

1
2

N∑
i=1

yi −
K∑
j=1

βjXij

2

+λ
∑

(µ,ν)∈C

|βµ − βν |+ γλ

K∑
j=1

|βj |

 (7)

ただし，yiは yの i行目の要素，Xij はX の i行 j 列
の要素，βj は βの j行目の要素，C は隣接関係にある
組み合わせの集合である．γ はパラメータの差の正則
化項に対するパラメータ自身の正則化項の重みを定め
るハイパーパラメータである．2つの正則化項の働きに
より，重要でない変数のパラメータが 0に推定されや
すいだけでなく，隣接するパラメータの差も 0に推定
されやすい．

(3) 定式化
先に示した前提条件の 1.と 2.により，定常な交通状
態 (vi, ki)は以下で回帰できる:

vi =
∑
s∈S

Iis (vfs + wski) + εi (8)

ただし，S は単位区間の集合，Iis は交通状態 iが単位
区間 sで得られたものである場合に 1(それ以外の場合
に 0)となるダミー変数，vfsとwsはそれぞれ単位区間
sにおける切片と傾き，εi は誤差である．

7章の実データへの適用では，上式で 40個の単位区
間それぞれに固有に与えた vfs と ws の計 80個を変数
候補のパラメータと考える．そのうえで，前提条件の
3.を念頭に，隣接する単位区間の同種のパラメータを
式 (7)における隣接するパラメータとみなす．C の要
素を (µ, ν)=(s′, s′ + 1), s′ = 1, 2, . . . , 39としたときに，
式 (8)を式 (7)に代入することで，本研究で求めるパラ
メータは以下の式を最小化するものとなる：

min
vf ,w

1
2

N∑
i=1

(
vi −

∑
s∈S

Iis (vfs + wski)

)2

+ λ
∑

(µ,ν)∈C

(|vfµ − vfν |+ |wµ − wν |)

+γλ
∑
s∈S

(|vfs|+ |ws|)

]
(9)

ただし，vf ,wはそれぞれ vfs, wsを並べたパラメータ
ベクトルである．式 (9)における γは vfsや wsを 0に
推定されやすくする度合いを表す．しかし，本稿の範
囲ではある単位区間 sにおける切片や傾きを 0に推定
したい状況は実際には起こりにくいため，γ = 0に固定
する6．より複雑な FDの関数形であれば，特定のパラ
メータ自身を 0と推定したい場合もあるだろう．
さて，式 (9)の第 2項の性質から，隣接する単位区間
の vfsやwsは同一の値に推定されやすい．いくつかの
連続する単位区間で同一の値が推定されるとき，それ
らは同一の区間別 FDに従うことを意味する．これに
より，同一の FDに従う区間を設定できる．なお，こ
のような正則化項を用いる定式化を行わない場合には，
各単位区間の境界ごとにパラメータ vfsおよびwsが同
一か異なるかを決定することとなる．これは 278 通り
と膨大であり現実的とは言いがたい．
λは，同一の FDに従う区間の長さを制御するハイ
パーパラメータである．統計的に最適な λは，クロス
バリデーションや情報量規準を用いて設定することが
できる．そのように設定した λを用いれば，最適な区
間設定およびそのときの区間別 FDを求めることがで
きる．また，統計的最適性にこだわらなければ，分析
者が λを調整することで実用上扱いやすい区間数にす
ることもできる．さらに，式 (9)の解は以下の場合を特
殊例として含んでいる:

1. λがきわめて大きいとき，正則化項が卓越するた
め，車両軌跡が与えられた区間全体に単一のFDを
推定する場合に帰着する．

2. λ = 0のとき，正則化項は推定に寄与しないため，
すべての単位区間に異なる FDを多数個独立に推
定する場合に帰着する．

5. モデル選択

定式化ができたところで，いよいよ本稿の主題であ
るモデル選択について議論する．

(1) 真のモデル
突然だが，そもそも我々はなぜモデル選択を迫られ
ているのであろうか．それは，解こうとしている問題
が以下の構造になっているからである．

6 なお，γ = 0 は隣接するパラメータの差のみに正則化項を与え
る方法に帰着する．この考え方の起源は Fusion Regression30)

にある．そこでは時系列上の隣接パラメータを対象としており，
Generalized Fused Lassoにおける γ = 0はこれを任意の隣接
関係に拡張したものと等価である．

6
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• 我々の観測できない真のモデルからサンプルが得
られている．

• そのサンプルだけから真のモデル，あるいはなる
べく真のモデルに近いモデルを特定したい．

したがって，仮に我々が真のモデルなるものを完全
に把握していれば，観測データの規模や解像度によら
ずモデル選択という問題は発生しない．手元のサンプ
ルがいかに真のモデルから発生する可能性が低いもの
であっても，議論の余地がないからである7．当然なが
ら，このような状況はほとんど起こり得ない．
むしろ，我々はほぼすべてのケースで，真のモデル
を表現できるとは限らないモデルを想定している．す
なわち，真のモデルに対して想定しているモデルの

• 関数形が異なる場合．たとえば，真の FDが指数
関数であるのに多項式関数を想定している場合，

• 説明変数が不足している場合．たとえば，真の区
間別 FDに対して粗い区間を想定している場合，

• 誤差分布の仮定が異なる場合．たとえば，真の FD
では誤差が対数正規分布に従うのに正規分布を想
定している場合

などである．

(2) 真のモデルと想定しているモデルの関係
それでも，我々は手元のサンプルを手がかりに真のモ
デルに近づくことが可能である．この試みこそが，我々
が一般的に行っているモデルの推定にほかならない．前
節では，関数形，説明変数，誤差分布という個別の項目
を列挙した．しかし，モデル選択は，これらの何かが
異なる複数のモデル候補から良いものを選ぶ行為であ
り，具体的に何が異なっているかは重要ではない．そ
のため，以降ではこれらを区別せずに扱う．
はじめに，真のモデルと想定しているモデルとの理
論的な関係を整理する．ここでは，渡辺31),32) になら
い，以下の 2つを定義する．なお，本稿の説明は数学
的厳密性を欠くため，詳細に興味のある読者は当該参
考文献を参照されたい．

1. 実現可能とは，想定しているモデルのなかに，真
のモデルをぴったり表現できるパラメータが存在
することである．

2. 正則とは，想定しているモデルと真のモデルとの
カルバックライブラー (KL)距離を最小化するパ
ラメータが唯一存在し，かつ，そのパラメータに
おけるヘッセ行列が正則であることである．

7 一例として，偏りのないコインを投げる試行を考えよう．仮に
表が 7 回連続で出たとしても，我々はベルヌイ試行というモデ
ルを疑うことはほとんどない．このようなサンプルが得られる
確率は 1%未満であるにも関わらず，たまたま珍しいことが起き
たと理解するであろう．

したがって，実現可能かつ正則である場合8もあれば，
実現可能だが正則ではない場合9や，正則だが実現可能
ではない場合10もある．また，実現可能でも正則でもな
い場合もある．

(3) 正則な場合のモデル選択規準
a) 2つの情報量規準
さて，まずは正則な場合を考える．我々が推定する
モデルに求めたい性質は，おおむね以下だろう．

1. 未知のデータの予測精度が最大のモデル．汎化誤
差が最小のモデルという．

2. 真のモデルとの距離が最小のモデル．自由エネル
ギー11が最小のモデルという．

前節の正則の説明は，あたかも真のモデルと想定し
ているモデルとの KL距離が確定的に計算できるよう
な書きぶりであった．しかし，本章冒頭で述べたよう
に実際には真のモデルは永遠に未知であり，したがっ
てこれは不可能である．我々にできることは，手元の
サンプルだけをもとに，真のモデルと想定しているモ
デルとの (KL) 距離の分布や期待値を推測することで
ある．同様に，想定しているモデルによる未知のサン
プルの予測精度の分布や期待値を推測することである．
手元のサンプルは真のモデルからランダムに生成され
たものだから，これらは手元のサンプルに依存して確
率的に揺れ動く値であり，あくまでも (確率)分布とし
て推測される．
そしてこの理由により，上記の 2つのモデルは一般的
に異なるものとなる．正則で実現可能な場合，汎化誤差
最小のモデルに対応するものが赤池情報量基準 (Akaike
Information Criterion; AIC)33)最小のモデル，自由エ
ネルギー最小のモデルに対応するものがベイズ情報量
基準 (Bayesian Information Criterion; BIC)34)最小の
モデルである．なお，前者が正則だが実現可能ではな
いには竹内情報量基準 (TIC)35)が対応し，後者は実現
可能ではなくても BICがそのまま対応する．具体的に
数式で表せば以下の通りで，値が小さいほどそれぞれ
の規準における良いモデルである．

AIC = −2 lnL+ 2κ (10)

BIC = −2 lnL+ κ lnN (11)

8 真のモデルをぴったり表現できるパラメータが唯一存在する場
合．正則で，かつ KL 距離の最小値が 0 といってもよい．

9 真のモデルをぴったり表現できるパラメータが複数存在する場
合．周期的・点対称的な関数で発生しやすい．

10 KL 距離を最小化するパラメータが唯一存在するが真のモデル
とは異なる場合．

11 対数周辺尤度と呼ぶこともある．その場合は符号の正負の定義
により最大化または最小化となる．
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ただし，κはパラメータ数，N はサンプル数，Lは
最大尤度であり，たとえばパラメータの最尤推定量を
尤度関数に代入した値を用いれば良い．
b) クロスバリデーションとの関係
クロスバリデーションとは，手元のサンプルを訓練
データとテストデータとに分割し，訓練データで推定し
たモデルによるテストデータの予測精度を通してモデ
ルの精度評価や選択を行う手法である．特に，1個のサ
ンプルをテストデータ，残りの (N −1)個のサンプルを
訓練データとし，すべてのサンプルがテストデータを
1度ずつ経験するように繰り返す方法を leave-one-out
cross varidation (LOOCV)という．直感的に明らかな
ように，サンプル数N がある程度大きければ，汎化誤
差の期待値を求めている作業とほぼ12同等である．実
際，一定の条件下でAICは LOOCVの近似となる．こ
のことは，LOOCVの実行にはN 回の推定が必要なの
に対し，AICはたった 1回の最尤推定でこれを近似可
能であるという大きなメリットを示している．
c) 過適合に関する補足
一般に，手元のサンプルに過度に適合するモデルは，
そうでないモデルよりも汎化誤差が大きくなる (過適
合)．したがって，我々はモデルに対して手元のサンプ
ルを必要以上に精度良く再現することを求めないほう
が良い．本節の冒頭で挙げたモデルに求めたい性質の
1つ目はまさにこのことを主張している．そして，過適
合しているモデルは当然真のモデルにも近くない．こ
のことは 2つ目の性質に含まれている．すなわち，AIC
も BICも，過適合を避けるという意味では同じ性質の
規準だが，手元のサンプルへの当てはまりと過適合の
回避とのバランスの取り方が異なるということである．
d) 統計的検定との関係
帰無仮説と対立仮説を設け，両者の尤度比に基づい
た検定を行う手法が一般的に統計的検定として扱われ
るものである．詳細は避けるが，サンプル数が大きけ
れば，統計的検定によるモデルの選択は，おおよそAIC
と BICの中間の規準であることが示されている31)．

(4) データの規模との関係
引き続き正則な場合を想定し，サンプル数が増えてい
く場合にモデル選択がどのように変化するかを考える．
a) 真のモデルを選択する確率
想定しているモデルが真のモデルを実現可能である
場合，前節のどの手法を用いても，サンプル数N が大
きくなるにつれて真のモデルを選択する確率が高くな
る．ただし，BICを用いればこの確率が 1に収束する
12 汎化誤差は N 個のサンプルを用いた次の (N + 1 個目の) サン
プルの予測誤差 (の期待値) であり，LOOCV は N − 1 個のサ
ンプルを用いた次の (N 個目の)サンプルの予測誤差 (の期待値)
をサンプルから実際に計算したものである．

のに対し，AIC，クロスバリデーションや統計的検定で
は 1には収束しないという違いがある．なお，この違
いはこれらの規準のモデル選択方法としての優劣を表
しているわけではない．
b) モデルの複雑さ
本章 (3)a)で述べた性質を期待する限りは，サンプル
数が増えるにつれて複雑な (変数の多い)モデルが選択
されやすくなる．その背後にある理由のひとつは，想定
しているモデルが真のモデルとは遠いことである．我々
は，サンプル数が増えると同一のモデルのパラメータ
の推定精度が向上することを期待しがちである．しか
し，これが成立するのは，想定しているモデルが真のモ
デルに十分近いときに限られる13．そうでない場合に
は，パラメータの推定精度が向上するだけでなく，よ
り詳細な情報がみえるようになっていく14．そのため，
サンプルが増えたことにより，それまでよりも複雑な
モデルを選択すべきであることが判明することも多い．
実用上の議論点は本稿の最後で後述するが，少なくと
もこの統計的な事実は受け入れる必要がある15．
c) サンプル数は十分に大きいか
サンプル数の増加によって詳細な情報がみえるよう
になっていくということは，裏を返せば，サンプル数
が小さければ本当は存在する差異の情報が埋もれる可
能性があるということである．このことを念頭に置く
と，これまで行ってきた正則である場合の議論には重
要な注意点が残っている．それは，手元にあるサンプ
ルにおいてモデルが正則であるかである．
その大前提は，理論的にモデルが正則なことである．
実のところ，これが満たされない場合は身近に多く存
在する．たとえばある種の混合正規分布は正則ではな
いことが知られている．そのうえで，ここで問題にし
ているのは，理論的に正則なモデルから得られたサン
プルから計算されるヘッセ行列が正則かどうかである．
このとき，サンプル数が十分に大きければ正則になる
ことは言うまでもない．しかし，その十分なサンプル
数が，想像よりもはるかに大きな規模であることも珍
しくない．サンプル数が不足すると，真のモデルに含
まれる説明変数であっても，手元で計算したヘッセ行
列のランク落ちの原因になる16．ヘッセ行列が正則で
13 シミュレーションを行うと，どんなにサンプル数を増やしても，
これらの規準がシミュレーションで設定した真のモデルよりも
複雑なモデルを支持することは少ないことが確かめられる．そ
の一端は 6 章のシミュレーションでも確認できる．

14 むしろ直感的には自然な発想であろう．それにも関わらず，パ
ラメータ推定精度の向上を期待してしまうのは，パラメータ推
定を勉強する際のサンプル数と推定誤差の関係のイメージが強
すぎるからではないだろうか．

15 なお，近年，深層学習の領域において，過剰なパラメータ数の
モデルがむしろ過適合を防ぐ現象 (二重降下) が観察されてい
る36)．理論的な考察も進展しており，近い将来に従来とは異な
るモデル選択指針が生まれる可能性もある．

16 このとき，最適化計算でヘッセ行列の逆行列が求まらない．
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ない場合，正則な場合の規準 (i.e., AICや BIC)は，求
めたいもの (i.e., (3)a)で述べた性質)には対応しない．
さらに残念なことに，ヘッセ行列が正則であること
は正則な場合の規準を使える必要条件であって，十分
条件ではない．元も子もないことを述べると，最尤推
定を行ってヘッセ行列の逆行列を求めるだけでは，正
則な場合の規準を使えるかどうかは判断できないので
ある．これを厳密に知りたい場合は，次節のベイズ推
定を行い，事後分布が正規分布で近似できることを確
認しなければならない．なお念のため，理論的に正則
なモデルから十分なサンプル数を得れば，ヘッセ行列
が正則になるだけでなく，事後分布も正規分布で近似
できる．ただし，そのサンプル数がどの程度大きいか
は，試してみないと分からないということである．
また，事後分布が正規分布で近似できないとき，最
尤推定量は漸近正規性を満たしていない．本稿では深
入りしないが，この条件下では最尤推定量を用いる根
拠が薄くなることにも注意しなければならない．

(5) 正則ではない場合のモデル選択規準
それでは，正則ではない場合はどのようにすればよ
いのだろうか．現状ではベイズ推定を行って事後分布
を求めるしかないというのがその回答である31)．そし
て，ベイズ推定を行えば，正則ではなくても，また，実
現可能ではなくても用いることのできる規準が存在す
る．ここでは簡潔にその概念を述べるにとどめる．
a) 広く使える情報量規準

AICの一般化として，広く使える情報量規準 (widely
applicable information criterion; WAIC)37)がある．こ
れは，ベイズ推定の事後分布をもとに計算できる量で
ある．AICの性質を受け継いでおり，AICを特殊な場
合として含んでいる．したがって，WAICをモデル選
択に用いると，汎化誤差を最小にするモデルを選択す
る．また，クロスバリデーションの漸近等価であり，サ
ンプル数がどんなに増えても真のモデルを選択する確
率は 1に収束しない．
b) 広く使えるベイズ情報量規準
同様に，BICの一般化として，広く使えるベイズ情
報量規準 (widely applicable Bayesian information cri-
terion; WBIC)38) がある．これもベイズ推定の事後分
布をもとに計算できる量である．BICの性質を受け継
いでおり，BICを特殊な場合として含んでいる．した
がって，WBICをモデル選択に用いると，自由エネル
ギーを最小にするモデルを選択する．また，サンプル数
が増えれば真のモデルを選択する確率が 1に収束する．
c) 現状
ベイズ推定を行うべきだとしても，敷居が高い，あ
るいは計算時間が現実的でないという問題がある．そ

こでまずは，現にモデルのパラメータをベイズ推定し
て事後分布を求めているのならば，WAICやWBICを
もとにモデルを選択することが望ましいという判断に
なろう．AICや BICが最尤推定を一度行えば求まる量
であるように，WAICやWBICは事後分布を一度作成
すれば求まる量だからである．
土木計画学分野でのWAICやWBICの適用例は，た
とえば以下がある: 居住地選択と交通行動のサンプル
セレクションモデルの推定39)，アセットマネジメント
における劣化モデルの推定40)，土地利用モデルのパラ
メータ推定およびモデル選択41)である．これらはまさ
しく，もともとベイズ推定を必要とするモデルを扱っ
ている．そのため，自然な帰結としてWAICやWBIC
を用いているものと思われる．

(6) モデル候補が多い場合
これまで，統計的に望ましい規準の議論を行った．そ
の結果，厳密にはモデル候補の個数だけベイズ推定を
しなければならないことが分かった．一方で，モデル
候補 (たとえば説明変数の候補)が多い場合には，これ
はまったく現実的ではない．実用に足るか，すなわち
実際に計算可能であるかという別の論点が存在する．
前出のスパースモデリングは，まさしくこの問題に
対処する強力な方法である．ただし，正則化項のハイ
パーパラメータの決定方法が十分には確立されていな
いこと，推定量にバイアスが生じる (不偏ではない)こ
とが課題として存在する．そこで，本稿の適用 (7.(1))
では，Generalized Fused LASSOの結果として得られ
たモデル候補において選択される変数のみを説明変数
として，回帰モデルを再度推定することでこの問題に
対処している．そのうえでAICやBICが最小となるモ
デルを検討している.

また，これまでに不偏性の問題を生じない正則化項
の投入方法が検討されている．たとえばMCP42) であ
る．さらに，WAICを用いて LASSOのハイパーパラ
メータを最適化する方法も提案されている43)．

6. シミュレーション

実データへの適用に先立ち，データ数および手元の
サンプルに応じて選択されるモデルが変化することを
シミュレーションで確認する．仮想のサンプルを以下
のように生成する．

• s = 1, 2, 3の 3つの単位区間に 2つのFDを想定し，
s = 2, 3は同一の FDに従うものとする．具体的に
は，vf1 = 90, vf2 = vf3 = 100, w1 = −0.75, w2 =

w3 = −1とする．
• 各 FDに従う誤差を加え，擬似的な密度と速度の
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表–1 サンプル 10個のときのシミュレーション結果
区間構成 AIC BIC AIC選択数 BIC選択数 vf1 vf2 vf3 w1 w2 w3

{1-3} 195.31 198.12 0 0 95.31 -0.87
{1-2,3} 187.43 193.04 0 0 93.46 101.34 -0.83 -1.02
{1,2-3} 177.05 182.66 3 4 89.41 101.32 -0.72 -1.01
{1,2,3} 176.92 185.33 2 1 89.41 101.31 101.34 -0.72 -1.00 -1.02

選択数以外は 5回の平均値を示す．太字は AIC・BIC最小，選択数最大．

表–2 サンプル 100個のときのシミュレーション結果
区間構成 AIC BIC AIC選択数 BIC選択数 vf1 vf2 vf3 w1 w2 w3

{1-3} 1938.43 1945.83 0 0 95.10 -0.87
{1-2,3} 1899.73 1914.54 0 0 93.78 99.33 -0.84 -0.99
{1,2-3} 1818.93 1833.75 3 5 90.68 99.88 -0.76 -1.00
{1,2,3} 1819.03 1841.25 2 0 90.68 100.57 99.33 -0.76 -1.00 -0.99

選択数以外は 5回の平均値を示す．太字は AIC・BIC最小，選択数最大．

表–3 サンプル 1000個のときのシミュレーション結果
区間構成 AIC BIC AIC選択数 BIC選択数 vf1 vf2 vf3 w1 w2 w3

{1-3} 19412.0 19424.0 0 0 94.99 -0.87
{1-2,3} 19023.9 19047.9 0 0 93.45 99.63 -0.83 -0.99
{1,2-3} 18193.2 18217.2 4 5 90.12 99.81 -0.75 -1.00
{1,2,3} 18194.2 18230.3 1 0 90.12 100.00 99.63 -0.75 -1.00 -0.99

選択数以外は 5回の平均値を示す．太字は AIC・BIC最小，選択数最大．

サンプルを作成する．誤差は標準偏差が 5の正規
分布に従うものとする．

• 値域は s = 1 では 10 < k < 90，s = 2, 3 では
10 < k < 110とし，v < 0となったサンプルは除
外する．

想定するモデルは，区間の分かれ方に応じた 4通りとす
る17．すなわち，区間構成が s ={1-3}, {1-2,3}, {1,2-3},
{1,2,3}である．そして，各単位区間からサンプルが 10
個ずつ，100個ずつ，1000個ずつ得られた場合の 3通
りについて，それぞれ 5回ずつ最尤推定を行った．
推定結果の平均と，AICおよび BICで各モデルが最
適と判断された回数を表–1-3に示す．ここから，サン
プルが 10個の時点ですでに真のモデル{1,2-3}を選択す
る回数が多いことが分かる．ただし，AICの平均値は
真ではないモデル{1,2,3}のほうが小さく，安定した結
果ではない．選択結果もサンプルに依存しており，AIC
では 2回，BICでは 1回真ではないモデル{1,2,3}を選
択した．すなわち，今回の設定下では，サンプル 10個は
十分に大きいとはいえないことが分かった．なお，BIC
は平均値の意味では真のモデルが最小となっており，こ
こに AICと BICの違いが表れている．
サンプル数を増やすにつれて結果は安定していくが，

1000個まで増やしてもAICは真ではないモデル{1,2,3}

17 ここでは区間が異なれば vfs も ws も異なるものと仮定した．

を 1度選択した．これは，AICは汎化誤差の期待値を
小さくできるかわりに，手元のサンプルによってモデ
ル選択が変わりやすいという例である．また，真のモ
デルがこの例のように比較的単純なときは，サンプル
数の増加に応じて不必要に複雑なモデルが選択される
ことはないということも確認できる．むしろ，誤差の
ばらつきによりサンプル数が少ないときの方が複雑な
(区間数が多い)モデルを選びやすい傾向があった．
サンプル数 1000のときの例 2つを図–5に示す18．こ
こで，サンプルおよび回帰直線は区間ごとに色分けし
ている．また，右の回帰直線のうち単位区間 s = 2, 3の
2本は重なって描画されている．なお，図の左右でサン
プルは同一である．図の上下でサンプルの分布に視覚
的な差はほとんどないが，AICを用いると上では真で
はない右の回帰モデルが，下では真である左の回帰モ
デルが選択される．この例からも，十分大きなサンプ
ル数という量を分析者が想定あるいは判断することの
難しさがうかがえる．

18 なお，図–3と図–5とを比べるとサンプルのばらつき方が異なっ
ている．現実のデータは密度が中程度の部分の個数が多く，ばら
つきも相対的に大きい．厳密にはこの事実を反映した仮想デー
タを作成することが望ましいかもしれない．ただし，一般に行
われている「誤算分布に同一の分布を仮定した回帰」は必ずこ
のような「ずれ」を内包している．データの規模や解像度が高
くなる場面では，このことに自覚的になることも必要であろう．
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区間{1,2-3}(左)および区間{1,2,3}(右)で回帰した例 (その 1)．AICでは右，BICでは左が支持される．

区間{1,2-3}(左)および区間{1,2,3}(右)で回帰した例 (その 2)．AIC・BICともに左が支持される．

図–5 サンプル数 1000のシミュレーション結果の 2つの例

7. 実データへの適用

(1) 推定結果
4章で構築したモデルを 3章で作成したサンプルに
適用する．ハイパーパラメータ λを十分に大きな値か
ら徐々に小さくしていくことで，選択される変数が 80
個から 2個まですべての場合の区間設定を得た．その
うえで，各区間設定において選択された変数を用いて
区間別 FDを改めて推定し，AICおよび BICを算出し
た．5.(3)にならうと，本推定でのAICは，区間別 FD
から生成される未知 (たとえば将来)の交通状態の予測
精度の良さを表す．BICは，推定された区間別 FDと，
(我々が知ることのできない)真の区間別 FDとの距離
を表す19．
最適な区間数は，AICでは 37，BICでは 21となった．
これらに加えて，区間数が 1から 3および 10，40となる
場合を含めた 9通りについて結果をまとめた (表–4 )．
また，区間数に応じた区間の分かれ方を図–6に示す．
これらについて，推定された区間別 FDおよびそのパ
ラメータをすべて掲載することは，紙面の都合上困難
である．そこで，以下の図示を行う．

• 図–6に対応する vfsとwsのヒートマップ (図–7 )．
19 実務上は，現実の区間分割・FD の推定精度を高めたい場合は

BIC，現実に発生する交通状態の予測精度を高めたい場合はAIC
を用いるのが良い．

• 区間数が 3以下のときのすべての区間別 FD6種類
(図–8 )

• 区間数 21および 37のときの推定された FDを重
ね合わせたもの (図–9 )．可読性の観点から回帰直
線のみ描画している．

(2) 考察
統計的に最適な区間設定では，40個の単位区間の多
くはそれぞれ単独の区間を構成する (図–6 )．その場合
でも，いくつかの連続する単位区間は同一の区間とし
て推定された．これは，短い単位区間を設定してそれ
ぞれに個別の FDを推定することが，必ずしも地点依
存を考慮した最適な FDの推定とは限らないことを意
味する．すなわち，本研究のように，同一の FDに従う
区間を場所によって異なる長さで推定することに一定
の意味があるといえる．たとえば，BICが最小となる
区間数 21のときは，最長で s = 24から s = 29までの
300 mが同一の区間となる．当該区間は前後をカーブ
に挟まれた下り勾配の直線区間にあたる．その他，詳
細な考察は既報20) を参照されたい．

(3) サンプル数が小さい場合
順番が通常と逆ではあるが，データの規模の影響を
理解するために，サンプル数を減らして同じ推定を行
う．サンプル数を 1/2，1/4，1/8，1/16とした場合の
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表–4 推定結果
区間数 区間構成 (単位区間 sの組み合わせ) λ 変数の数 AIC BIC

1 1-40 18500.292 2 190884.3 190908.7
2 1-16,17-40 16674.702 3 190850.8 190883.3
3 1-15,16,17-40 13765.022 4 190786.2 190826.9
10 1-5,6,7,8-10,11-14,15,16,17-20,21-23,24-40 5889.954 11 189630.7 189728.2

21
1,2,3-5,6-7,8-9,10,11-12,13,14,. . . ,17,18-19,20,
21-23,24-29,30-32,33-35,36-38,39,40

950.489 26 188858.7 189078.3

37 1,2,. . . ,17,18-19,20,21,. . . ,32,33-34,35,36-37,38,39,40 163.36 61 188637.6 189141.8
40 1,2,. . . ,40 0 80 188640.7 189299.5

区間数 21のとき BIC最小，37のとき AIC最小である．

黒色または白色で連続する部分がひとつの区間を表す．

図–6 区間数ごとの区間構成

上図: 切片 vfs [km/時]，下図: 傾き ws [km2/時]

図–7 区間別 FDのパラメータのヒートマップ

結果を表–5に，区間の分かれ方を図–10にそれぞれ示
す．なお，ここでは，各単位区間ごとにランダムに上
記比率となるようサンプルを抽出したものを用いた．
この結果から，情報量規準の性質であるサンプル数
が増加すると複雑なモデルを支持しやすい傾向が理解
できる．そのうえで，どこまでも複雑になるわけでは
なく，BICであればサンプル比率が 1/8より大きくな

るとほぼ安定した結果である．すなわち，仮に真の区
間別 FDなるものを想定するならば，Greenshieldsモ
デルで表現できる範囲では現状の推定結果はそれを良
好に近似できている20．一方で，AICはサンプル比率
1/4付近で区間数がこの推定で可能な最大値 (i.e., 40)

20 もちろん，本来はベイズ推定を通して正則・実現可能について
厳密に議論すべきである．
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区間数 1，単位区間 s: 1-40 区間数 2，単位区間 s: 1-16 区間数 2，単位区間 s: 17-40

区間数 3，単位区間 s: 1-15 区間数 3，単位区間 s: 16 区間数 3，単位区間 s: 17-40

図–8 区間数 3以下のときのすべての区間別 FD

区間数 21，BIC最小 区間数 37，AIC最小

図–9 区間数 21および 37のときの区間別 FDを重ねたもの

黒色または白色で連続する部分がひとつの区間を表す．

図–10 サンプル比率に応じた区間構成

に近づいている．このように，AICは BICよりも複雑
になりやすく，また汎化誤差と自由エネルギーが異な
るものであることも理解できる21．
21 6 章のシミュレーション同様に，AIC は汎化誤差の期待値を小
さくできるかわりに，手元のサンプルによってモデル選択が変
わりやすいということである．区間数がサンプル比率 1/2で 40
に到達したが，サンプル比率 1 では 37 とやや小さくなるのも
これが理由であると考えられる．

(4) 適用のまとめ

本章では，全車両の軌跡データが得られている道路
空間に対して，相互に異なる FDを推定すべき区間を特
定しつつ，それらの FDを同時に推定する手法を適用
した．1時間分のデータの推定結果から，対象空間が大
きく 2つの特徴を有する領域に分かれることや，特定

13

第 68 回土木計画学研究発表会・講演集



表–5 サンプル数が小さい場合の推定結果
サンプル AIC・ AIC・ BIC・ BIC・
比率 区間数 変数の数 区間数 変数の数

1 37 61 21 26
1/2 40 70 21 26
1/4 35 56 19 24
1/8 23 31 22 25
1/16 22 28 7 8

サンプル比率 1は元データと同一．

の地点にサグあるいは合流の影響が示唆されることが
分かった．既述の通り，情報量規準によりモデルや変
数を選択すると，一般にデータ数が多ければ多いほど
複雑なモデルが選ばれやすい．これが推定された最適
な区間数が比較的多かった理由のひとつと考えられる．
異なる関数形の導入や定常判定の改良を行えば，より
少ない区間数が推定される可能性もある．また，サン
プル数を減らした場合の推定結果を含めて検討すると，
背後の区間別 FDは区間数 20程度と考えることができ
る．一方で，汎化誤差を小さくするという観点では，サ
ンプルが増えるにつれてより小さな区間を支持する傾
向があった．

2章や 5章で述べた課題は，そのまま今後の方向性
として当てはまる．たとえば，

• 異なる単位区間・領域の大きさや異なるデータを
用いること，

• 定常判定手法を改善すること，
• 異なる FDの関数形や説明変数を導入すること，
• FDの関数形も相互に異なる区間別FDとすること，
• 工学的な精度検証方法を検討すること，
• 正則化項の設定やハイパーパラメータの推定を高
度化すること

である．

8. おわりに

本稿では，マクロ交通流の Fundamental Diagramを
区間別に推定する方法を例に，データ規模とモデル選
択の関係を扱ってきた．2章では FD推定に大規模で高
解像度なデータを用いる際の周辺課題を列挙し，5章で
はモデル選択に関わる現状を整理した．また，6章と 7
章ではデータ規模とモデル選択との関係を実例で示し
た．まとめにかえて，今後の展開を見据えるにあたっ
て重要だと考える観点を列挙したい．端的には，

• 既知の統計的性質を正しく理解し，
• 現時点で対応可能な点に対応し，
• 現時点で対応不可能な課題の解決を目指す

ということである．

(1) 主義からの脱却
最尤推定やベイズ推定の説明において，頻度主義や
ベイズ主義という単語が用いられることがある．しか
しながら，5.(4)(5)で説明したように，それぞれの推
定手法の統計的な特性は主義とはまったく関係がない．
統計的な主義は，1970年代に AICが登場する以前の，
合理的に統計モデルを評価するという考え方が存在し
なかった時代の遺産である．したがって，現在におい
て主義に基づく議論を行うことは，統計的には意味が
ないし22，実用的には不毛である．
たとえば，ベイズ推定を行う際に事前分布の善し悪
しをことさらに心配する傾向があるが，これは情報量
規準で確認できることである23．一方で，正則ではな
い場合には，最尤推定よりもベイズ推定のほうが相対
的には信頼できる推定結果をもたらす．いずれにせよ，
まずは唯一絶対の推定手法など存在しないという認識
が大切であろう．

(2) モデルの探索と情報量規準の役割
前節の問題に関連して，情報量規準の名称に惑わされ
ると，最尤推定に対して AICを，ベイズ推定に対して
BICを用いるというような誤った操作を招きうる．汎
化誤差を小さくしたいならAICを，真のモデルに最接近
したいなら BICを使うという理解が重要である．もち
ろんベイズ推定を行っている場合にはWAICやWBIC
を使わない理由がない．また，より広い意味で，統計
的検定や有意性はあくまでも良いモデルを得るための
手段であり，それ自体は目的ではない．近年，交通行
動モデルにおける t値や係数の解釈について警鐘を鳴
らす論文44), 45) が発表された．情報量規準やモデル選
択もこの流れに続く必要があろう．
ここからは，実際の問題に対峙する場合の議論であ
る．まず，汎化誤差と自由エネルギーは異なると繰り
返し述べてきたが，実際上は自由エネルギーを小さくす
るモデルを探すことで，ある程度のレベルまでは汎化
誤差も小さくなることが多い．その意味では，(W)BIC
でモデルを探索することが一つの方法である．
また，正則な場合の規準を，それが適切かどうかは不
明ながらも使わざるを得ないならば，少なくともいく
つかのモデル候補でAICやBICの挙動を確認するべき
である．両規準がどちらも良い値を示さない場合には，
想定しているモデルに無理がある可能性が高い．その
条件下で t値の意味で有意なモデルが得られたとして
も，そのモデルは信頼性を欠くのである．
22 講義の導入などで致し方ない場面もあれど，最尤推定はデータ
が変数でパラメータが定数，ベイズ推定はデータが定数でパラ
メータが変数という説明にもまったく意味がない．両者は (主義
がなければ) 区別がつかず，そもそも区別する必要がない．

23 もちろん事前分布の設計は重要だが，複数の事前分布の善し悪
しは統計的に比較可能であるということ．
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(3) サンプル数の影響力
5.(4)c)で説明したように，想定しているモデルが真
のモデルに十分接近していない限りは，サンプル数が
増えるにつれて複雑なモデルを選ぶことが統計的に支
持される．このことは推定時に遭遇する様々な事象を
よく表している．たとえば，

• 我々が通常信じる説明変数24が有意にならない場
合，サンプルが不足している可能性がある，

• 我々が解釈しにくい変数が有意になったとしても，
汎化誤差を減らす，あるいは真のモデルに近づく
ために追加的な変数や別の関数形が必要である，

といったことである．
前者は，仮に想定しているモデルが真のモデルを含
んでいたとしても，それでもなおサンプル数が十分に大
きくなければ真のモデルが選択されないということそ
のものである．ただしここで問題となるのは，実社会
を相手にする以上，我々が入手できるサンプル数には
そもそも限界があることである．たとえば，仮に全車
両の25データを集めてもサンプル数が十分でないとす
れば，どうするべきであろうか．この問題に対する答
えは現時点では明らかでない．後者は次節で検討する．
また，常にサンプル数だけが優先されるわけではな
い．本稿では扱えなかったが，一例を挙げる．

• 観測精度の悪いサンプルが大量に入手できたとし
て，それをサンプルとして追加するべきか．

• 観測の解像度を高くすると，モデルに求められる
予測の解像度も高くなるため，見かけの精度が落
ちる場合がある．

このような場合の対処法は定かではない．類似の問題
として，多量の古いデータと少量の新しいデータのど
ちらを重視すべきか46) もここに含まれるだろう．
これらは分野特有の問題であり，したがって数理科
学分野での発展を待つばかりではなく我々自身が解決
していく必要のある研究課題であろう．

(4) 現実的なモデル候補と選択
情報量規準を頼りにモデルを改良していくと，モデ
ルが際限なく複雑になっていくように思われる場合が
ある．この場合，複雑な順に (W)AICが支持するモデ
ル，(W)BICが支持するモデル，現実に解釈可能なモ
デルの数種類が得られることになる．一方で，我々が
モデルに求める性質は，単に将来 (あるいは未観測点)
の予測精度だけではない．感度の大きな説明変数を知
りたい，実際に制御できる政策変数の影響力を適切に
測りたいといった要求がある．これらは統計的な良さ
24 たとえば行動モデルやネットワークモデルならば所要時間や料
金，FD ならば密度．

25 全人口分の，全トリップのなどと置き換えても良い．

とは別の観点で重要である．現実に解釈可能な，ある
いは政策に反映可能なモデルでなければ推定する意味
がほとんどない場合もある．
そこで，統計的に最適とされるモデルと我々の求め
るモデルが異なる場合には，複数の規準や観点でのモ
デル選択結果を併記することが考えられる．これによ
り，(W)AICや (W)BICでモデル選択を行う場合に比
べて偏った推定量や感度になっていないかを，読者も
含めたすべての人が確認ができるからである．
なお，本稿で説明してきたモデルの評価方法は，す
べてのサンプルを同等に重視することを前提としてい
る．したがって，汎化誤差を議論するにあたって，誤
差を小さく予測しなければならないサンプルがある場
合や，反対に誤差が大きくても問題が生じないサンプ
ルがある場合は考慮できていない．たとえば，分析対
象が社会空間における多様性や公平性を含む場合には，
このことは無視できない要素である．こうした場合の
モデル探索や選択手法は自明ではない．この点もまた，
我々自身に解決が求められている研究課題であろう．
最後に，本稿は決して現状を否定的あるいは悲観的
に捉えるものではない．土木計画学の分野では，合理
的に考えて一定程度意味のある結果であれば，社会に
提示していくことが重要である．だからこそ，我々が
扱う問題は真のモデルを正しく想定することがきわめ
て困難であり，ゆえに統計的な扱いに注意が必要であ
ることもまた事実である．得られたモデルが真のモデ
ルと遠い可能性も，最適でない可能性もあり，しかも
どの程度離れているかが不明という状況に対処するの
は容易ではない．それでも，一歩ずつ良い方向に進む
ことが大切であろう．本稿の内容が大規模で高解像度
なデータを利用する際の，あるいは新しいモデルを構
築する際の参考となれば幸いである．
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す．同論文に分析・考察を追加し，周辺に存在する課題
を整理するとともに，その一部を具体例とともに示し
たものです．本稿の内容を招待講演として発表する機
会をいただき深く感謝申し上げます．受賞論文の執筆
にあたって，東京工業大学の朝倉康夫教授 (当時)や瀬
尾亨准教授をはじめとする多くの方々にご指導とご助
言を賜りました．また，学会や研究会の場では様々な
方々に多様な観点からご意見やご指摘をいただきまし
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をご協力いただきました．また，本稿で追加したシミュ
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利用データである Zen Traffic Dataは阪神高速道路よ
りご提供いただきました．本稿の内容の一部は科学研
究費 (若手研究: 18K13846，基盤研究 (B): 20H02267お
よび 23H01524)の助成により行われました．

NOTES
注 1) 公益財団法人日本道路交通情報センター: 各種情報

の提供 (オープンデータ), https://www.jartic.or.jp/
service/opendata/, 2023.10.06アクセス.

注 2) 一般社団法人社会地盤情報流通推進協議会: インフ
ラデータチャレンジ-道路関係提供データ, https://
urbandata-challenge.jp/idc/idc-road, 2023.10.06 ア
クセス.

注 3) コンペティションの発表資料 (安田昌平, 小倉大輝, 佐々
木泰, 福嶋一矢: Gray-Level Co-occurrence Matrixを
用いた画像認識による高速道路の渋滞予測, 土木学会イ
ンフラデータチャレンジ, 東京, 2019年 4月.).

注 4) 阪神高速道路株式会社: Zen Traffic Data, https://zen-
traffic-data.net/, 2023.10.06アクセス.

注 5) 非公開の研究会資料 (朝倉康夫, 吉田光太朗, 中西航, 瀬
尾亨: 時空間セルのサイズはプローブカーデータの集計
結果にどのような影響を及ぼすか? -阪神高速道路 ZTD
データからわかること-, 第 11 回高速道路の交通デー
タ利用に関する勉強会, 北海道建設会館, 北海道札幌市,
2019.09.29.)より.

注 6) 小暮遼河: 全車両軌跡データを用いた交通流基本図のベ
イズ推定, 東京工業大学修士論文, 2022.
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A CONSIDERATION ON SAMPLE SIZE AND MODEL SELECTION:
AN EXAMPLE OF LOCATION DEPENDENT FUNDAMENTAL DIAGRAM

Wataru NAKANISHI

The availability of large, high-resolution data is continuously increasing in various areas of infrastructure
planning. Model selection criteria used in statistics tend to support more complex models with more
variables as the number of samples increases. However, this may not always be consistent with the direction
of solution of the problems that our field expects in model estimation. In other words, for our specific
problems, it is not clear how the complexity of the model should be captured according to the scale of
the data, and what issues exist in such cases. This paper therefore discusses the following, using the
estimation of location dependent fundamental diagrams as an example, which has been previously written
by the author: the issues related to the data are summarised, the current state of the art of statistical
model selection criteria is explained, the properties of the criteria are illustrated with examples, and future
perspectives are presented.
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