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既存の高速道路を活かしたソフト的な渋滞対策を定量的に評価するためには，再現性の高いミクロ交通

シミュレーションが必要不可欠である．しかし，従来の交通シミュレーションは複数の数理モデルを組み

合わせることで車両挙動が記述されていることが多く，パラメータ値によって非現実的な交通流が再現さ

れる．そこで本研究ではデータ駆動型追従車両挙動モデルを用いたミクロ交通シミュレーションを構築し，

任意のシナリオにより得られる交通状態から Fundamental Diagram (FD)を再現する．モデル構築にあたって

は，深層学習手法である LSTM モデルによって，0.1 秒後の加速度，速度，走行距離を予測する多出力の

追従車両挙動モデルを構築した．LSTM モデルを用いて本研究の対象区間を再現したところ、実測データ

の FD とは異なる傾向が確認された． 

 

     Key Words: Car-Following Model, Deep Learning, Micro Traffic Simulation, Highway, Fundamental 
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1. はじめに 

 

高速道路の渋滞は，依然として解決すべき社会問題の

1つである．COVID-19の大流行により，高速道路の渋滞

量は一時的に減少したものの，日本を含む多くの国で大

流行前の水準にほぼ戻っている．渋滞による速度低下は，

大きな経済的損失と環境負荷をもたらす．そのため，既

存のインフラをベースに，渋滞緩和のための効果的な交

通マネジメントを実施することが必要不可欠です．さら

に，特にコネクテッドカーや自動運転車両の普及が進む

時代では，そうした対策の効果や影響を事前に評価する

ために，ミクロ交通シミュレーションが有効なツールと

なる．  

一般に，微視的な交通シミュレーションでは，多数の 

IF-THEN ルールに従って複数の数理モデルを組み合わせ

て車両運動を記述する1)2)．そのため，パラメータ値と車

両挙動の間には非線形かつ不連続な関係が存在し，パラ

メータのわずかな変化やパラメータの異なる車両の順序

によって，追突事故などの非現実的な挙動が発生する3)4)．

交通シミュレーショ ンにおけるパラメータの較正を論

理的に確立することは，いまだ困難な課題である 5)-8)． 

一方，近年では高速道路沿いの車両軌跡の詳細なデー

タを大量に収集することが可能となり，複雑な車両挙動

を学習する深層学習手法が確立された．これらの手法に

より，仮定を必要としないデータ駆動型の車両挙動モデ

リングが可能となった．例えば，Zhou ら 9)は，Next-

Generation Simulation（NGSIM）I80 データセットで学習し

たRecurrent Neural Network（RNN）を用いた自動車追従行

動モデルが，Intelligent Driver Model（IDM）よりも高い再

現性を実現することを示した 10)．Wang ら 11)は，NGSIM

と NGSIM のデータを基にキャリブレーションした IDM

が生成した車両軌跡データを用いて，深層学習ベースの

追従車両挙動モデルを開発した．Wang らは，提案した

モデルがヒステリシスループを含む交通渋滞現象を再現

できることを明らかにした．また，LSTM（Long Short 

Memory）を用いて時系列的な要因を考慮することの重

要性を主張している．  

上記の研究では，NGSIM データセットが使用されて

いる．しかし，このデータセットには，自由流状態やシ

ョックウェーブの発生が含まれていないなど，データセ

ットの対象範囲に問題がある．このため，データ駆動型

アプローチでそのような交通状況下での車両挙動を表現

できるかは未知数である．さらに，上記の研究では，時

系列的な効果を捉えることの重要性が強調されているが，
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車両挙動に対する空間的な効果は無視されている．渋滞

は時空間的な現象であるため，先行研究 12)-14)が示唆する

ように，道路幾何学的特徴や前後車両の交通状態などの

空間的要因をモデルに取り込む必要がある．  

本研究では，阪神高速道路株式会社が提供する高速道

路上の車両軌跡のオープンデータである Zen traffic data 

(ZTD)15)に基づいて，深層学習を用いた追従車両挙動モ

デルを構築する．ZTD では，2km に渡る区間において 5

時間分の車両軌跡データが提供されており，自由流状態

やショックウェーブの発生・伝播など，様々な交通状況

が記録されている．このデータを用いて，道路構造特性

としての勾配や曲率，交通状況の空間特性を反映するた

めに前後車両の状態，時系列効果を明示的に考慮した深

層学習ベースのモデルを構築する．また，使用する

Neural Networkモデルには先行研究で成果のあるLSTMを

採用し，追従車両挙動を学習させた．ここで構築したモ

デルを用いて対象区間の道路構造を仮想道路空間上に再

現し，シミュレーションにより交通流の再現性を検証す

る．その際，タイムスペース図（TS 図）上の車両挙動

や実測値とシミュレーション結果の Fundamental Diagram 

(FD)を比較し定性的にモデルを評価する． 

本稿の残りの部分は以下のように構成されている．第

2 章では，データ駆動型追従車両挙動モデルの概要と，

本論文で採用したLSTMモデルの概要を示す．第 3章で

は，本論文で使用したデータセットとその前処理手順に

ついて説明する．第 4 章では，LSTM モデルによって与

えられた予測精度の結果と考察を述べる．第 5章では，

本論文で対象とした高速道路区間を再現したシミュレー

ションの結果を示す．最後に，第 6章では結論と今後の

課題を述べる． 

 

2. モデル概要 

以下では，データ駆動アプローチによる追従車両挙動

モデルの考え方について述べる．また，本研究で使用し

たLSTMについて説明する． 

 

(1) データ駆動型追従車両挙動モデルの概要 

追従車両挙動モデルにおいて追従車両の加速度は，前

方車両との車間距離や相対速度，周辺環境などの刺激に

よって決定される．式(1)で記述される Helly モデルは前

方車両との車間距離と相対速度を説明変数として加速度

が出力されるシンプルなモデルである． 

𝑥̈଴(𝑡 + 𝑇) = 𝑎ଵ∆𝑥(𝑡) + 𝑎ଶ∆𝑣(𝑡) + 𝑎ଷ (1) 
ここで𝑥̈଴は追従車両の加速度，∆𝑥(𝑡)と∆𝑣(𝑡)はそれぞ

れ時刻𝑡における車間距離と相対速度である．𝑇は反応

遅れ時間，𝑎ଵ, 𝑎ଶ, 𝑎ଷはパラメータである．Helly モデル

のように一般的な追従車両挙動の数理モデルでは，前方

車両との相互関係を変数として与えられている．それに

加えて曲率半径や勾配といった幾何学的な要素を考慮し

たモデルも提案されている． 

従来の追従車両挙動の数理モデルではドライバの運転

行動の原理や仮定を前提に記述されているが，必ずしも

その原理や仮定が常に保証されているわけではない．む

しろ個々のドライバや車両の特性によって異なる可能性

がある．一方，本研究では仮定に依存しないモデルを構

築するために，データ駆動アプローチによって追従車両

挙動をモデル化する． 

 

(2) LSTM 

LSTM(Long Short Memory)は長期的な依存関係を学習す

ることができる RNN(Recurrent Neural Network)の 1 種であ

る．RNN では比較的短いデータでなければ対応できな

いという課題に対して，LSTM はより長期的な時系列情

報を持つデータに対して学習可能な手法である．LSTM

の詳細については文献 16)を参照されたい． 

 

3. 使用データ及びデータセットの構築 
 

(1) ZTD概要 

本研究では，阪神高速道路が提供する Zen Traffic Data 

(ZTD)を使用する．これは，画像センシングを活用し，

走行映像から対象区間を走行する全車両の 0.1 秒単位の

運転挙動を車両軌跡データとしてデータ化したものであ

る．ZTDには，時系列で各車両の位置や速度等が記録さ

れている． 

図 1に使用する車両軌跡データの道路概要を示す．本

研究では，阪神高速 11 号池田線（大阪方面）塚本合流

付近とする．対象区間は大阪空港や名神高速道路，中国

自動車道などの国幹道と，大阪市内を結んだ重要路線で

ある．また，交通量の非常に多い片側 2車線道路である

ことに加え，S 字カーブやサグ，塚本入口の合流部とい

った複雑な道路環境を有する． 

本研究で構築する追従車両挙動モデルは対象車両の前

後車両の状態と道路構造情報から加速度，速度，走行距

離を予測する．そのため，合流車両が加速度に与える影

響を抑えるために，対象区間を追越車線に限定した．な

お，車線変更禁止区間の始点は 4.3kp，終点は 3.5kpであ

る．追越車線では，主に 3.8kp 付近の塚本合流部付近か

図 1 研究対象区間 
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ら渋滞が発生する．本研究では，図 2に示すとおり，自

由流状態，ショックウェーブの発生から伝播の過程がデ

ータ化されたデータを使用する． 

 

(2) データの前処理 

本研究では細かい車両の動きを学習させるために0.1秒

ごとのデータを使用し，対象車両の 0.1 秒後の加速度，

速度，走行距離を予測する． 

0.1秒後の加速度を予測する対象車両に対して，表1に

示すように前方 1台，後方 1台の車両情報と道路構造情

報を加えて各モデルのデータセットとした．道路構造情

報には，対象車両の前後50mの縦断勾配の平均と50m先

の曲率を与えた．また，車種（小型車両：0，大型車

両：1），朝ダミー（朝：1，その他：0），休日ダミー

（休日：1，その他：0）を変数に加えた．本研究では走

行距離を元に速度及び加速度を算出する．走行距離は式

(2)に従って算出した． 

∆𝑥௧ା∆௧ =
𝑥௧ା∆௧ − 𝑥௧

∆𝑡
 (2) 

ここで，𝑥௧ା∆௧
ᇱ は走行距離，𝑥௧は現在の車両位置，

𝑥௧ା∆௧は∆𝑡秒後の車両位置を表す．∆𝑡は 0.1秒とした． 

しかし，ZTDに収録されているデータには誤差が含ま

れるため，そのままでは非現実的な値をとり，データセ

ットとして適切ではない．そこで各車両の車両位置の平

滑化を目的として前後 3秒について三角移動平均をとる．

ある車両について補正前と補正後の走行距離を図 3に示

す．このようにデータセットに対して補正処理を行うこ

とでより現実的な車両軌跡データを出ることができる．

図 4 で示すように補正前後の TS 図を比較すると車両軌

跡や速度変化が滑らかになることがわかる．さらに，車

間距離が 100m以上，相対速度の絶対値が 20km/h以上の

データについてはそれぞれの閾値で丸めた． 

データセットを作成するにあたっては，まず，上述の

通りにデータを整理したのち，外れ値や不必要なデータ

を除去する．加速度の絶対値が 10[km/h/s]以上，走行距

離が 3.3m 以上のデータを外れ値として除去した．次に，

各変数の値の大きさの差をなくしデータを平準化するた

め，式(3)に従って正規化を施した． 

𝑥௜
ᇱ =

𝑥௜ − min (𝐱)

max (𝐱) − min (𝐱)
 (𝑖 = 1 ⋯ 𝑛) (3) 

ここで，𝑥௜は元の入力データ𝐱のうち𝑖番目の値，𝑥௜
ᇱは

正規化後の値をそれぞれ表す．これにより，すべてのデ

ータは最大値 1，最小値 0となる． 

その後，全データをランダムに 8:2 で分割し，前者を

モデルの学習，後者を検証に用いた． 

 
(a) 補正前 

 
(b) 補正後 

図 3 補正前後の走行距離 

 

 
(a)  補正前 

 
(b) 補正後 

図 4 補正前後のTS図 

 

 

図 2 使用データの車両軌跡図（追越車線） 

 

表 1 データセット 

 データ内容 

車両情報 

現在の加速度，速度，走行距離 

前後車両との車間距離・相対速度 

車種，車長 

道路構造 
情報 

50m先の曲率 

前後 50mの縦断勾配の平均 

ダミー変数 朝，休日 
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4. モデルの設定および予測結果 

 

(1) モデルの設定 

本研究では，容易に学習環境の構築ができる python3

を使用し，Keras を用いてモデルを実装した．最適化手

法としては Adam を用いた．学習の精度を評価するにあ

たっては，RMSE，MAE，yyplotを用いた．RMSE・MAE

は 0に近いほど正確な予測ができていると評価できる．

yyplot は観測値と予測値の散布図であり，この傾きが 1

に近いほど全領域において正確な予測ができていると解

釈できる．各モデルの構造やハイパーパラメータはそれ

ぞれ試行錯誤することで決定した．  

 

(2) データセットの成形 

本研究ではLSTMモデルを使用するが学習の際に必要

なデータの配列構造に成形する必要がある．図 5 に

LSTM モデルの配列構造を図示する．図中の変数

𝑦௔,௧ , 𝑦௩,௧ , 𝑦௠,௧は予測対象となる変数であり，時刻𝑡にお

ける対象車両の 0.1 秒後の加速度，速度，走行距離を表

す．また，𝑥௜,௧ି௝
௞ は対象車両からみて𝑖台前方（−𝑚௙ ≤

𝑖 ≤ 0）あるいは後方（0 < 𝑖 ≤ 𝑚௕）の車両の，時刻𝑡

から𝑗タイムステップ前(0 ≤ 𝑗 ≤ 𝑛)の𝑘番目の変数を表

している．これを変数に対してベクトル表記したものが

𝐱௜,௧ି௝であり， 

𝐱௜,௧ି௝ = {𝑥௜,௧ି௝
ଵ , 𝑥௜,௧ି௝

ଶ , … , 𝑥௜,௧ି௝
ே } (4) 

と表される．ただし，𝑁は入力変数の種類の総数を表し

ている． 

 

(3) 予測結果 

本研究で適用した LSTMモデルの構造を図 6，モデルの

設定と各評価指標を表2，Loss Plotとyy plotの結果をそれ

ぞれ図7に示す． 

Loss Plotより訓練データ(training)と検証用データ(validation)

の両方において損失(Loss)が収束しており，過学習を起

こしていないことが確認できる．yyplot では，対角線上

にプロットが集中しており，どの領域においても予測を

大きく外したプロットがないことから，非常に高い精度

で予測できている．ただし，加速度は速度や走行距離と

 
図 5 学習データの形状 

 

前後車両の数

タ
イ

ム
ス

リ
ッ

プ
数

 

図 6 LSTMモデルの構成 

 

表 2 LSTMモデルの評価結果 

訓練データ数 

テストデータ数 

タイムステップ数 

183818 
47138 

50 

学習率 
バッチサイズ 
エポック数 

0.001 
256 
200 

 加速度 速度 走行距離 

RMSE 
MAE 

yyplotの傾き 

0.2315 
0.1666 
0.9848 

0.1932 
0.1289 
1.0013 

0.0056 
0.0038 
1.0020 

 

  
(a) Loss Plot (加速度) (a) yyplot (加速度) 

  
(b) Loss Plot (速度) (b) yyplot (速度) 

  
(c) Loss Plot (走行距離) (c) yyplot (走行距離) 

図 7 LSTMモデルのLoss Plotと yyplot 

 

Input Layer

LSTM
N_hidden(16)

LSTM
N_hidden(16)

LSTM
N_hidden(16)

Output Layer
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比較して RMSE と MAEの値が大きい．これは，走行距

離を元に算出する段階でノイズが増幅されたため予測精

度が下がったと考えられる． 

 
5. 交通流の再現性 

第 4章の各評価指標に基づいた分析により，上述の追

従車両挙動モデルは高精度で加速度，速度，走行距離を

予測できることが明らかとなった．本章では当モデルを

シミュレーション上の車両に対して適用する．本研究で

は 2つのシミュレーション手法で交通流の再現性を検証

する． 

 

(1) 観測データに基づくシミュレーション 

図 8に観測データに基づくシミュレーションの概略を

図示する．この手法ではモデルで考慮するタイムステッ

プ数分の観測データを初期データとして与え，n 秒後ま

での車両挙動をシミュレーションする．このとき，車両

状態の更新は加速度の予測値に基づいて 0.1 秒間隔で行

うものとする． 

図 9に研究対象区間を走行する車両 1台を対象とした

シミュレーション結果を示す．なお，対象車両は平日，

朝のデータセットから抽出した小型車両である．図 9(a)

に研究対象区間のうち車線変更禁止区間を走行する車両

1台の TS図を示す．3つの車両軌跡のうち，前後車両に

挟まれた軌跡が当モデルを適用した対象車両である．対

象車両は速度低下と速度回復を繰り返す必要のある交通

状態にある．対象車両は前方車両の速度低下に合わせた

減速や速度回復をスムーズに行っており，前後車両と追

突していないことが確認できる．図 9(b)(c)では加減速の

反応に少し遅れが見られるものの高い精度で速度変化を

捉えている．しかし，実測値と比較して車間距離は時間

とともに増大する傾向にあることが図 9(d)で示された．

これは当モデルの特徴として前方車両の減速に対する感

度が高く，前方車両の速度回復に対する感度が低いこと

が示唆される． 

 

(2) 仮想道路空間上のシミュレーション 

研究対象区間である車線変更禁止区間の追越区間を再

現した仮想道路空間において初期条件として 5秒間の観

測データを与える．その際，周期境界条件を利用した単

一車線の高速道路を考える．図 10 に示すように幾何学

的構造を与えられた3.5kp~4.3kpの区間は始点と終点に周

期境界条件を持つ．また，シミュレーション結果とZTD

から得られる Fundamental Diagram (FD)を比較し定性的な

評価を行う． 

初期条件として速度と車間距離を一定に保ちながら 5

秒間走行している車両軌跡データを与えた．本研究では，

交通密度の異なる 9つのシナリオで 120秒間シミュレー

ションを行った．ただし，車種はすべて小型車両，車長

は 4.5m，ダミー変数は朝ダミーを 1，休日ダミーを 0と

した．表 3に初期条件の設定を示す．シミュレーション

終了まで各車両は当モデルから得られる 0.1 秒後の加速

度に基づいて仮想道路空間上を走行する．ただし，車両

 
図 8 シミュレーション概略 

 

 
(a) TS図 

 
(b) 加速度変化 

 
(c) 速度変化 

 
(d) 車間距離変化 

図 9 シミュレーション結果 

 

 
図 10 再現する対象区間と周期境界条件 

 

位置
(m)

時刻 (s)

予測データ

観測データ

予測対象車両

初期データ

:考慮するタイムステップ数
:シミュレーション時間

4.3kp 3.5kp

縦断-0.3% 縦断0.5% 縦断0.3%

第 68 回土木計画学研究発表会・講演集

 5



 

 

同士の衝突を防ぐ目的で衝突余裕時間(TTC)が 1.4秒以下

のとき減速度を与える．TTC 𝑡௖は現在の相対速度が維持

される場合に前方車両と衝突するまでの時間を表す指標

であり式(5)によって算出した．減速度 𝑑は式(6)に従っ

て算出した． 

𝑡௖ = −
𝑥௙ − 𝑥௣

𝑣௙ − 𝑣௣
 (5) 

𝑑 = (𝑣௙ − 𝑣௣)/𝑡௖ (6) 
𝑥௙ , 𝑣௙ , 𝑥௣ , 𝑣௣はそれぞれ自車両と前方車両の位置と速

度である．図 11 に各シナリオのシミュレーション結果

を示す．いずれのシナリオもシミュレーション開始直後

に速度回復傾向が見られるが，その後速度低下が発生し

ていることが確認できる．特にシナリオ5 から9 では速

度低下による渋滞の発生が確認できる． 

交通量，交通密度，速度の関係を分析するためにZTD

とシミュレーション結果について FD を作成する．その

際，Edie の定義 17)を用いて交通量𝑞，交通密度𝑘，速度𝑢

を式(7-1)~(7-3)から推定した． 

𝑢 = ෍ 𝑥௜/𝐴 (7-1) 

𝑘 = ෍ 𝑡௜/𝐴 (7-2) 

𝑢 =
∑ 𝑥௜

∑ 𝑡௜

= 𝑞/𝑘 (7-3) 

ここで集計区間長∆𝑙，集計時間∆𝑡で定義される集計

エリア(𝐴 = ∆𝑙 × ∆𝑡)とする．𝑥௜は集計区間内を𝑖番目の

車両が走行した距離，𝑡௜は集計エリアに𝑖番目の車両が

存在した時間である．本研究では，対象区間を 3.5~4.3kp

として集計区間長∆𝑙を800m，集計時間∆𝑡を60sとした．

交通シミュレーションの結果については，各シナリオで

設定した交通密度を採用し，集計時間はシミュレーショ

ン開始60秒から120秒の60秒間とした．図12にZTDと

シミュレーション結果のFDを示す．図12(a)よりシミュ

レーション結果では実測された交通流を再現できていな

表 3 初期条件の設定 

シナリオ 
交通密度

[veh/h] 
速度 
[km/h] 

車間距離 
[m] 

1 20 70 50 
2 25 65 40 
3 30 60 33.3 
4 35 55 28.6 
5 40 50 25 
6 45 40 22.2 
7 50 30 20 
8 55 25 18.2 
9 60 20 16.7 

   
(a) シナリオ 1 (b) シナリオ 2 (c) シナリオ 3 

   
(d) シナリオ 4 (e) シナリオ 5 (f) シナリオ6 

   
(g) シナリオ 7 (h) シナリオ 8 (i) シナリオ 9 

図 11 シミュレーション結果 

 
(a) Q-V図 

 
(b) Q-K図 

 
(c) K-V図 

図 12 Fundamental Diagram (3.5kp~3.6kp) 

第 68 回土木計画学研究発表会・講演集

 6



 

 

いことが示された．図 12(b) (c)よりシナリオ 1 から 4は

自由流，シナリオ 5から 9は渋滞流であると判断できる．

しかし，実測データと比べて交通量と速度は大きく乖離

している． 

 

6. おわりに 

本研究では，平滑化処理を施した高速道路の車両軌跡デ

ータを利用し，深層学習を用いて 0.1 秒後の加速度，速

度，走行距離を求める追従車両挙動モデルを構築した．

また，2 つのシミュレーション手法を用いて交通流の再

現性について定性的な分析を行った．本研究で得られた

結果について以下にまとめる． 

・元データに対して平滑化処理を行うとノイズを抑制さ

れ，現実的な車両軌跡データを得ることが可能である． 

・当モデルにおいて加速度，速度，走行距離の予測値は

いずれもすべての領域で予測精度が高いことが確認でき

た． 

・観測データに基づくシミュレーションにおいて対象車

両は加減速を繰り返しながら追突することなく走行した． 

・仮想道路空間上のシミュレーションではシミュレーシ

ョン開始直後に加速し，一旦速度が低下するとその後速

度回復できない． 

以上の結果から，車両軌跡データを利用した深層学習

による追従車両挙動モデルは高精度で予測することが可

能であることが明らかとなった．これは，データ駆動型

の追従車両挙動モデルが交通シミュレーションの高度化

につながることを示唆している． 

しかしながら，当モデルの予測精度が高いにも関わら

ず，シミュレーションにおいて現実にそぐわない結果が

出力されるといった課題が明らかになった．特に周期境

界条件でのシミュレーションでは追突回避の処理を施さ

なければ追突が発生するという大きな課題も存在する． 

今後，データの前処理方法を改善し，最適なモデル設

定を模索し，シミュレーションにおいて交通流の再現性

が高いモデルを構築する． 

 

謝辞：本研究は JSPS科研費 20KK0334の助成を受けたも

のである．また，本研究で用いた車両走行軌跡データは

阪神高速道路株式会社より提供を頂いた．ここに記して
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REPRODUCIBILITY OF FUNDAMENTAL DIAGRAM  
WITH DATA-DRIVEN CAR-FOLLOWING MODEL 

 
Masahiro KINOSHITA, and Yasuhiro SHIOMI 

 
In order to quantitatively evaluate soft traffic congestion countermeasures that take advantage of existing 

highways, micro traffic simulations with high reproducibility are indispensable. However, conventional 
micro traffic simulations often describe vehicle behavior by combining multiple mathematical models and 
reproduce unrealistic traffic flow depending on parameter values. In this study, a micro traffic simulation 
using a data-driven car-following model is constructed to reproduce a Fundamental Diagram (FD) from 
traffic conditions obtained from an arbitrary scenario. The model was constructed using the LSTM model, 
a deep learning method, to construct a multi-output car-following model that predicts acceleration, speed, 
and mileage traveled after 0.1 second. The LSTM model was used to reproduce the target section in this 
study, and the results confirmed the diffenrent trend as the FD of the measured data. 
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