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歩行者挙動の研究は，人流シミュレーションや経路予測の基礎として重要である．カメラで高精度な軌

跡データが観測でき，より詳細な特徴を把握することが可能になった．軌跡データに深層学習に基づいた

経路予測手法では，従来よりも複雑なモデリングができ，高い予測精度が得られる．しかし，モデル構造

は解釈性が低いと指摘されており，得られた特徴の理解や実用化が困難である．深層学習の解釈性向上に

関する研究はされているが，歩行者経路予測への適用手法や評価は不十分である．本研究では，深層学習

ベースの歩行者経路予測手法に基づき，精度と計算量を考慮し，モデル解釈に向けた改良を行うことを目

的とする．提案手法では，時空間グラフと注意機構を用い，歩行者間双方向のインタラクションをモデリ

ングした．ベンチマークデータを用いて精度と計算量を評価し，既存研究との比較を通して，モデル解釈

可能性の方向を示した． 
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1. はじめに 
 
歩行者挙動の研究では，歩行者挙動を解明し，シミュ

レーションや予測を通して歩行者空間の指摘や改善を行

う．歩行者挙動を解明するための観測データの収集は，

カメラ機器や画像特徴学習手法の進歩により，より高精

度・高解像度の軌跡座標を入手することが可能になった．

これに伴い，高精度に特徴を捉えるモデリング手法も求

められている．一方で，歩行者のいる空間に自動運転車

両や自律型ロボットを導入することで，歩行者挙動の予

測に対する精度の要求が高くなっており，それに応じ，

深層学習を用いた予測精度の高い手法が提案されている．

しかし，このような深層学習ベースの手法は解釈性が不

十分であると指摘されている．歩行者挙動の解明にあた

り，モデルによる学習された特徴を研究者の人間が理解

するための説明が少なく，結果の信頼性が低く，実用化

することが困難であると考えられる． 
本研究の目的は，深層学習ベースの歩行者経路予測手

法に基づき，精度と計算量を考慮し，モデル解釈を向上

させる改良を行うこと．また，既往研究で示された解釈

可能な手法と比較し，深層学習に基づいた歩行者経路手

法の解釈可能性について議論する． 
以下では，まず既往研究における歩行者挙動に関する

手法，特に深層学習ベースの予測手法を挙げ，改良の方

向を定める．次に，解釈性に向けた提案手法のフレーム

ワークと，注意機構を組み込んだ部分について説明する．

続いて，提案手法の結果を定性的指標を用いて精度と計

算量で検証する．提案手法の解釈可能性を既往研究と比

較し，解釈可能性を向上させるための改善の方向性を示

す． 
 
 

2. 既往研究 
 
(1) 歩行者経路予測 
歩行者挙動に関する研究は，個人的から群衆的な挙動

まで様々なレベルで行われている．この中に，個人的な

レベルの挙動をミクロ的にモデリングすることは，歩行

者の軌跡や動作などの観測を用い，歩行者ごとの経路予

測から空間全体の衝突や混雑までの現象を表現できる． 
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代表的な手法として，物理的な現象を模する Social 
Force 1) などの手法や人の判断による選択する離散選択モ

デル（Descrete Choice Model）で構築された手法 2) が挙げ

られる．これらの手法は既知な挙動に基づいて物理的や

統計的にモデル化することであり，行動の法則として用

いられる．既知な挙動は，目標地に近づくこと，衝突を

避けること，グループで移動することなど，明示的に分

けられているため，結果への影響も推論できる．これら

のモデルを用いて，新たな環境での歩行者のシミュレー

ションや観測した歩行者の挙動予測ができるが，認識さ

れていない挙動が捉えられないため，精度が限られてい

る．一方で，深層学習による手法では，あらゆる特徴が

把握できるため，予測の精度が高い． 
 

(2) 深層学習による歩行者経路予測 
深層学習による歩行者経路予測は，観測した歩行者の

経路や行動及び環境の特徴を入力し，経路を予測する問

題と考えられる．このような問題では，歩行者経路の座

標が時系列の空間データであり，非線形である．時系列

座標データを予測する問題であるため，生成問題とも言

える．また，歩行者は自身の過去の挙動に影響されるだ

けでなく，相互で影響することが先行研究で発見され，

非独立な特性を有している． 
上述のように，深層学習の多様な手法の中に，時系列

予測に強い RNN注 1) や空間的な特徴に強い CNN注 2) が多

く用いられ，生成的な GAN注 3) や VAE注 4) の構造も多く

用いられている．そして，歩行者相互での影響を表現す

ることを求められている．以下は代表的な既存手法を説

明する． 
Social LSTM 3) は，このような問題を定式化し，予測誤

差の評価の指標も提案した．また，歩行者のインタラク

ションを考慮する Social Poolingという構造を考案し，独
立の時系列予測やSocial Forceより高精度の予測ができる
ことを示した．Social Poolingでは，全歩行者の特徴や座
標情報をメッシューに埋め込み，共有する仕組みであり，

再帰的なLSTMの予測構造との組み合わせだけでなく，
さらに生成系のGAN構造の中に用いるSocial GAN 4) など

も提案されている．しかし，Social Poolingは一人に対し
て全歩行者の情報の中に最も代表的な特徴を残すことで

あり，個別の歩行者の特徴は保存できない． 
それを改善するため，全歩行者をペアごとにインタラ

クションをモデリングすることが主張される．Social At-
tention 5) では，グラフで歩行者間の空間関係と歩行者ご

との時間関係を表現し，注意機構（attention mechanism）
を用いてそれぞれの関係を表す明示的な値を計算し，

LSTMで予測した．しかし，LSTMでは回帰的な計算を
するため，計算時間の効率に着目した GNNに基づいた
手法が考案された． 

GNNは，グラフに対して，計算必要な時間と変数量
の両方とも少ない手法の種類である．グラフで明瞭的に

表現できる歩行者経路の予測にも GNNが多く用いられ
る．その中に，GCN 6) のような行列の畳み込みの理論に

基づいた手法や，GAT 7) のような空間での隣接特徴を集

約する手法が挙げられる．GATでは，GCNのような厳
密な理論を基づいていないが，双方向のエッジ関係のモ

デル化ができ，注意機構による明示的な重みを示せる利

点がある．Social-STGCNN 8) では，GCNを拡張し，隣接
関係に加えて歩行者間の距離を考慮した．この研究をベ

ースに，SGCN 9) や AST-GNN 10) が提案され，いずれも

GAT の注意機構の利点を用いてより詳細な特徴を捉え
ると主張されたが，GCNの構造が残されたことで，双
方向の情報が保存されたかのが不明である． 
以上が精度や計算量に着目した深層学習による歩行者

経路予測の発展である．既存手法の改良方向として，グ

ラフと GATをもとに，双方向の歩行者インタラクショ
ン情報を確実に明示的にモデリングする方向が考えられ

る． 
 

(3) 解釈可能な歩行者経路予測 
深層学習モデルの解釈可能性に着目した研究も発展し

ている． 
機械学習・深層学習モデルの解釈手法はモデル依存と

モデル非依存の 2つの方向に分けられる 11) ．モデル依存

手法は，モデル自体の計算方法や規則が人間にとって分

かりやすく，人間に各部分について説明できるものであ

る．このような手法では，モデルへの入力と出力も分か

りやすい形にすべきである．モデル非依存手法は事後説

明（post-hoc explaination）とも言い，あらゆるモデルに対
し，入力の空間や値に対し出力結果への影響の度合いを

文字や値で説明する手法である． 
歩行者経路予測における研究では，モデル依存手法に

関して，注意機構の値を可視化することで，注意機構の

部分のみの説明になる試みがいくつ挙げられる 5) 8) 12) ．一

方で，離散選択モデルはモデル自体が解釈可能のため，

Kothari et al. 13) では離散選択モデルと深層学習モデルの線

形和を取り，部分的に解釈可能なモデルを提案した．モ

デル非依存手法では，Makansi et al. 14)  と Kalatian & Farooq 15) 

は Shapley valuesという特定の特徴と結果の相関性を示す
手法を採用した．前者で歩行者経路と実験の道路環境性

質の関係を発見し，後者では歩行者相互インタラクショ

ンと結果の精度の関係を示した．いずれも歩行者経路モ

デルについて理解を深めることができるが，本研究では

モデルの評価や解釈を目的ではなく，解釈可能なモデリ

ング手法を作る目的とするため，モデル依存の手法に着

目する． 
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3. 深層学習ベース歩行者経路予測のフレームワ

ーク 
 
提案手法では，入力を観測された全歩行者の時系列軌

跡座標とし，出力をその後の軌跡座標の予測値とする．

フレームワークは，図-1で示されるように，前処理，深
層学習モデル，サンプリングの 3つの部分で構成される．
深層学習モデルではさらに，時間・空間特徴抽出と予測

の 3段階に分けられる．本研究は歩行者のインタラクシ
ョンに着目するため，空間特徴抽出の部分を注意機構を

用いたGATで構成する． 
以下は各部分の役割と手法を説明する． 
 

(1) 位置・方向の正規化 
深層学習モデル訓練の際に，勾配爆発・消失を防ぐた

め，データを一定の範囲に整える．ただし，正規化によ

り，モデル入力の物理的な意味が変わる可能性がある．

本研究では，全歩行者の初動方向を一致するように回転

し，各時点と前時点の位置座標の差をとる．物理的な意

味は座標から変位か速度になる．また，通常の正規化は

分散を 1に調整するものが多く見られるが，本研究の値
の大きさは実際の長さであるため，そのままとする． 

 
(2) グラフの構成 
グラフは図-2のように構築される．各ノードは，各時
点各歩行者の変位とする．空間的エッジ（図の歩行者の

間の線）は歩行者間の相互インタラクションを表現する

ものであり，双方向とする．時間的エッジ（点線）で歩

行者ごとの時間関連を表現することもできるが，本研究

では時間的な特徴を抽出する際に GNNを用いないため，
エッジを繋げない． 

 
(3) 空間特徴抽出GAT 
本ステップでは，各歩行者が他の歩行者を観察し，そ

の影響を受けていることをインタラクションをモデリン

グする．GATのみを用いて学習させる．次の章で GAT
を用いたことを詳しく説明する．計算は時点ごとに行わ

れるが，学習可能なパラメータは共有される． 
 

(4) 時間特徴抽出CNN 
時間の特徴抽出では，歩行者ごとに自身の過去と将来

の動きがどのように関連する特徴を学習する．幅が 3の
CNNを用いて学習させることで，直前・現在・直後の 3
時点の特徴を捉えることである．時間は順番が重要であ

るため，順番のないグラフで学習するより CNNを用い
る． 
本ステップの後，入力された全歩行者の経路の時系列

がの情報を集約したコンパクトな特徴量になる． 

 
(5) 予測CNN 
得られた要約した特徴量で，経路を予測する．予測さ

れる経路は決定的ではなく．変位の確率分布パラメータ

を生成する．先行研究ではあらゆる CNNを用いたが，
歩行者のグラフ関係を誤って学習する恐れがある．本研

究では，点単位の CNNが用いられ，歩行者ごとで同変
性のある予測を行う． 

 
(6) サンプリング 
予測された確率分布から変位をサンプリングし，累積

して経路にする．歩行者経路がランダム性を持つ複数の

可能性を考慮し，各歩行者に𝐾個の軌跡をサンプリング
する． 
  

 

 
 

図-1 提案手法のフレームワーク 

 
 

 
 

図-2 グラフの構成イメージ 
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4. 注意機構による歩行者インタラクションのモ

デリング 
 
本章では，3. (3) 空間特徴抽出GATの仕組みについて
詳しく説明する． 
まず，図-2に示した時間ことのグラフを入力する．グ
ラフの各ノードに対して，隣接するノードの特徴を集約

するのが GNNの基本的な役割である．集約方法が様々
あるが，式(1)で一般化できる．この中に，本研究で用
いたGATや既往研究で用いたGCNなどの手法を表-1に
まとめる． 

 

𝒉!" = 𝜎% & 𝛼!#𝑾
#∈{&(!)∪!}

𝒉#) 

ここで， 
𝒉!はノード𝑗の特徴ベクトル（＝速度）であり， 
𝒉"#は更新後のノード𝑖の特徴ベクトルである． 
𝑁(𝑖)はノード𝑖の隣接ノードの集合である． 
𝑾は次元調整ができる学習可能な重みである． 
𝛼!#は集約するための関数である． 
𝜎(∙)は非線形活性化関数である． 

(1) 

 
GAT では式(2)のように，隣接ノードペアの特徴で注
意スコア𝛼!#を算出して，注意スコアで集約するノード
の重みを付ける．GAT における注意スコアの算出方法
は式(3)のように定義される．また，GAT 7) の提案手法は

異なるペアの差異を注意スコアにうまく反映されない現

象を指摘し，GATv2 16) が式(4)を提案した．本研究では，
両方を用いて実験する．このように両方の特徴で注意ス

コアを算出することが注意機構と呼ばれる．ある隣接ノ

ードのペア𝑖と𝑗に対して，GATや GATv2による重み𝛼!#
と𝛼#!が異なることが可能であるが，GCNなどグラフラ
プラシアンでは対称行列の制限があるため，𝛼!# = 𝛼#!で
ある． 

 
 

5. 提案手法の検証 
 
本研究ではベンチマークデータセットETH 17)とUCY 18) 

を用いて検証を行う．これらのデータセットは，主にキ

ャンパス内や車両の少ない道路のシーンから構成されて

いるため，歩行者間のインタラクションを研究するのに

適しており，車などの対象を無視することが可能である． 
モデルの予測精度は，予測された軌跡座標と実際の軌

跡座標との平均距離で評価する．評価指標は既往研究に

沿って，式(9)と式(10)で定義される ADE（Average Dis-
placement Error）とFDE（Final Displacement Error）を用いる． 
また，ランダム性を考慮した複数経路の評価は，複数

の予測軌跡の中から最良の軌跡のみを計算する

minADE20とminFDE20を用いる． 
 

𝐴𝐷𝐸 =
∑ ∑ ,-!

"./-!
"0#!∈{&'()*+,	…,&/0123	

"∈{+…4}

&×(2/012/2'()*+) 		 (9) 

𝐹𝐷𝐸 =
∑ 2𝑝344 −𝑝34‖54∈{6…&}

𝑁 , 	𝑡 = 𝑇-89:  (10) 

ここで，𝑁は歩行者数である． 
𝑇$%&'(と𝑇)*+,は予測の最初と最後の時点である． 
𝑝-.-は座標の予測値であり，𝑝-.は座標の真値である． 

 

 
モデルの計算量は，学習可能のパラメータ数について

既往研究と比較する．パラメータ数は計算時に使用する

容量の一つの指標であり，深層学習モデルの大きさを評

価する際によく用いられる． 
精度と計算量の結果と比較が表-2で示される．比較す
る対象は，歩行者経路予測の先駆といわれる Social 
LSTM 3) とフレームワークが似ている Social-STGCNN 8) と，

その発展のSGCN 9) やAST-GNN 10) ．本研究は，少ないパ

ラメータ数で高精度の予測ができる．また，提案手法で

GATと GATv2を用いた精度に大きな違いが見られなか
った． 
本研究では，精度と計算量のみならず，解釈可能性に

重点を置きたいため，評価指標はあくまで予測モデルと

して機能していることを評価するためである． 
  

表-1 各GNN手法の定義 
 
手法 定義  

GAT, GATv2 𝛼!# =
exp	(𝑒!#)

∑ exp	(𝑒!;);∈&(!)  (2) 

GAT 𝑒!# = 𝜎(𝑎⃗2C𝑾<=2ℎ>EEE⃗ FF𝑾<=2ℎ?EEE⃗ GH (3) 
GATv2 𝑒!# = 𝑎⃗2𝜎(𝐖<=2@5Cℎ>EEE⃗ FFℎ?EEE⃗ GH (4) 
以下各項 𝛼!# =Graph Laplacian(A)の(i,j)要素 (5) 
GCN A＝隣接行列． (6) 
Social-STGCNN 𝐴!# = 2𝒉! − 𝒉#25 (7) 
AST-GNN 𝐴!# =(3)の𝑒!# (8) 
 

 

表-2 精度と計算量の結果と既往研究との比較 
 

手法 平均 
minADE20 

平均 
minFDE20 

パラメ 
ータ数 

提案手法(GAT) 0.39 0.67 1120 
提案手法(GATv2) 0.38 0.67 1175 
Social-LSTM 0.72 1.54 約 264000 
Social-STGCNN 0.47 0.82 7563 
SGCN 0.37 0.65 約 25000 
AST-GNN 0.42 0.69 約 6000 
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6. 解釈可能性について議論 
 
本研究は，2. (3) 節で示したモデル依存手法の一つと
考えられ，主に用いた手段は注意機構のスコアを可視化

することである．注意スコアの可視化は図-3で示される．
ある歩行者𝑖（図中の赤色の x ）が各歩行者𝑗に対する注
意スコアが赤い円の半径に比例する．比較しやすくする

ため，点線の円の半径が注意スコアが全歩行者に対して

等しいの目安でる．図-3の左右は同じデータで，それぞ
れGATとGATv2を用いた提案手法で予測した結果であ
る．左図の一番上の歩行者が比較的に注目されていない

ようだが，右図の同じ歩行者が他の歩行者よりも注目さ

れている．前章では両者の精度に大きな違いがないと述

べたが，このように注意スコアを見ると，学習された内

容が異なっていることがわかる． 
既往研究 5) 8) 12)も注意機構の可視化をしたが，深層学習

モデルの構造が異なっている．インタラクションをモデ

リングする部分に，注意機構の後に複雑な構造を用いる

と，注意機構で学習された特徴が出力に影響する度合が

少なくなる可能性があると考えられる．このため，本研

究ではインタラクションを抽出するステップで，1つの
GAT のみ用いた．ただし，それにしても，本研究でも
入出力と一部の構造を明示する手法にとどまり，注意ス

コアについてその値になる原因や結果への定量的な影響

がわかっていない． 
一方で，2. (3) 節で示したモデル非依存手法では，特
定な指標への定量的な影響が分かる手法である．例えば，

Makansi et al.の手法を用いて，本提案手法がどのぐらいイ
ンタラクションを重視する度合が得られる．しかし，そ

の量は相関性を示すもので，モデルのインタラクション

へ重視することが結果が良くなる原因というような因果

関係とは言えない． 
他分野で深層学習モデルに対して入出力の因果関係を

示す研究について， Sani et al. は分類問題の結果を影響す
る入力の特徴を示した．具体的に，入力 Xを Yに分類
するモデルに対し，入力Xが属する複数の特徴クラスZ
を考慮し，異なるクラスZ間の因果関係と出力類別Yと
の因果関係を因果探索の手法を用いて推論した．仮に歩

行者挙動の問題にこのような因果関係の分かる手法がで

きれば，以下の 2つの利用が予想される．1つ目は，デ
ータ全体のレベルで，入力の経路における特定既知なな

歩行者挙動のパターンが原因で，出力経路の方向や速度

の変化に影響することがわかる．2つ目は，各シーンで，
ある歩行者の挙動が他歩行者の方向や速度に影響する原

因となることがわかる． 
 
 
 

7. おわりに 
 
本研究では，解釈性に向けた深層学習ベースの歩行者

経路を予測する手法を提案した．提案手法では，環境や

車両などの影響を扱わず，歩行者間のインタラクション

のみ注目し，注意機構を用いて歩行者相互での影響程度

を可視化した．この可視化では，ミクロ的に歩行者間の

影響の大きさを目で確認することができ，モデルの学習

具合を確認することも可能になると言える． 
また，既往研究と比較し，解釈可能性を向上させるた

めの手法改善の方向性について議論した．歩行者経路予

測の既存手法は，入力の特徴と出力の関連性を示すもの，

出力を影響要素ごと分けたもの，そして本研究の提案手

法のような一部の機構を可視化するものが挙げられるが，

因果関係を示す手法は見当たらない．しかし，因果関係

は実質的に結果を与える原因を明示するものであるため，

今後の研究では因果探索などを用いて因果関係を解明す

ることを目指したいと考える． 
 

NOTES 
注1) RNN：Recurrent Neural Network，再帰型ニューラルネ

ットワーク． 
注2) CNN：Convolutional Neural Network，畳み込みニュー

ラルネットワーク． 
注3) GAN：Generative Adversarial Network，敵対的生成ネッ

トワーク． 
注4) VAE：Variational Autoencoder，変分オートエンコーダ． 
注5) LSTM：Long Short-Term Memory．RNN の代表的な一

手法． 
注6) GNN：Graph Neural Network，グラフニューラルネッ

トワーク． 
注7) GCN：Graph Convolution Network，グラフ畳み込みニ

ューラルネットワーク． 
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