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交通拠点空間といった複数交通手段が錯綜する環境下では，2次元平面内での各移動軌跡の定量的評価が挙げられる．既往研究の多くは，単一交通手段の行動原理を明らかにすることに主眼が置かれており，他の交通手段との異質性のある相互作用を扱った研究は少ない．ネットワーク上の複数の行動原理およびそれらの相互作用の推定は，尤度関数最大化の枠組みでは内生的な相互作用の存在により，計算負荷の高い繰り返し計算が必要になるという大きな課題がある．本研究では，価値関数と最適戦略を同時に学習する敵対的逆強化学習の枠組みを用いて，複数の交通手段間の均衡的行動を学習するとともに，2次元的な相互作用の分析を行う．機械学習モデルによる定式化の変更により，推定効率が高まるとともに衛星画像の 2次元的な情報の利用可能性が示された．
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1. はじめに
近年，自動運転車の開発やデマンド交通，シェア

リング等のサービスの展開といった交通手段の多様
化に伴い，それらが互いに結節する交通拠点空間の
重要性は高まっている．交通拠点空間の評価や最適
化を行うにあたっては，複数の交通手段が錯綜する
という性質から，各交通手段の動線の定量的な評価
とそれらの相互作用の分析が必要不可欠であると考
えられる．その観点から，複数の交通手段を対象と
した，経路の同時選択のモデル化が必要であると考
えられる．
経路の同時選択をモデル化するにあたり，相互作

用の内生性を考慮する必要がある．代表的な経路選
択モデルである GEVモデルや多項プロビットモデル
は経路間の相関を扱うことができるが，複数交通手
段が存在する場合には，同一選択肢に対する選好の
異質性とそれらの選好の間に生じる相互作用を表現
する必要がある．交通手段間の相互作用は，それぞ
れの持つ効用関数や行動特性に応じたものであると
考えられるが，経路選択データを用いたモデルの推
定においては，それらの効用関数や行動が推定対象
となっている．したがって，複数交通手段の相互作

用はモデル推定において内生変数であり，他の説明
変数と同様に扱うことができない．汎用的な解法と
しては，繰り返し計算により，内生変数である相互
作用とモデルパラメータを交互に更新するというも
のがあるが，一般にモデルパラメータの更新のため
の最適化計算は計算コストが高い．
一方で，近年の機械学習分野の発展に伴い，高次
元で非線形な関数を近似することのできる機械学習
モデルを用いて，各交通主体の効用関数と行動関数
を敵対的逆強化学習（AIRL）の枠組みを用いて推定
する方法が提案されている．このモデル化では，各
モデルの入力はリンクの局所的な情報と経路のコン
テキストの情報を合わせた特徴量であるため，効用
関数と行動が依存関係にない．このモデルは複数交
通手段に容易に拡張することができ，それぞれの効
用関数と行動は交通手段間の均衡に達しているもの
として推定が行われる．ここでも各モデルは目的関
数を共有するのみであり，入出力としての依存関係
は存在しない．
しかしながら，複数交通手段に拡張した AIRLモ
デルであっても，それらの交通手段間の相互作用の
内容については明らかにすることができない．また，
交通手段間の相互作用を捉えるためには，動線の錯
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綜といった空間的な情報が必要となると考えられる
が，一般的に扱われるリンクの情報は空間的な情報
を縮約したものであり，ジオメトリ等の空間的な情
報が欠落していることが多い．
また，複数の主体が参加するゲームにおいて，均

衡解は一意に定まるとは限らない．モデルによって
推定された均衡解が安定的であるかといった動学的
な性質は，モデルを用いた種々のシミュレーション
の結果の頑健性に関わると考えられることから，重
要な問題である．
以上から，本研究は，以下の 2点を目的とする．
• 衛星画像からの特徴量抽出と，再定式化した

AIRL ベースの経路選択モデルの同時学習によ
り，複数交通手段間の相互作用を空間的な情報
と結びつけて推定する．

• 推定された複数交通手段のペイオフ行列から，
均衡解の性質に基づく推定モデルの性能評価を
行う．

2. 既往研究
(1) マルチモーダル学習と経路選択モデル
近年の画像処理や LiDARといった新たな観測技術

の普及に伴い，複数のセンサー情報を行動モデルと
結びつける研究が盛んに行われている．代表的な例
として自動運転における環境観測と車体制御の技術
があり，大規模データセットなども利用可能となり
つつある1)．例えば，自動運転車両に取り付けられた
カメラと LiDARから視覚画像と対応する深度マップ
を作成し，それらを入力とする深層学習モデルで操
作信号とセマンティックセグメンテーションのタス
クを同時に解くなどの研究が行われている2)．ここ
では，入力データから両タスクに対して有用な共通
の潜在表現を獲得することによって，頑健性の高い
車体操作が可能となっている．加えて，センサーの
一部の情報が利用不可の場合に画像データを用いて
他センサーの情報を補完するといった研究も行われ
ている3)．マルチモーダル学習では，データからのド
メインを跨いだ共通の特徴量の推論や,各ドメインへ
の生成をすることができるということがわかる．
一方，都市圏レベルでは，衛星画像や地図データ

を用いたマルチモーダル学習の適用が考えられる．
CycleGAN4)は，敵対的生成ネットワーク（GAN）5)の
一種であるが，GANの生成器に対して，判別器によ
る損失関数に加え，衛生画像のドメインと地図デー
タのドメインの間を相互に変換し，その一貫性に対

する損失関数を追加することで，生成の品質と頑健
性を高めている．このような 2次元的な空間特徴量
は経路選択モデルを構築するにあたり有用であると
考えられる．
(2) 交通手段間の相互作用
ここでは，ランダム効用最大化理論に基づく離散
選択モデルによる，交通手段間の相互作用推定の課題
を述べる．経路選択モデルにはおおまかに経路ベー
スのもの7), 8)とリンクベースのもの9), 10)があるが，経
路ベースのモデルでは経路のサンプリングと複数交
通手段での経路の重複を考える必要があることから，
ここではリンクベースのモデルを考えるものとする．
単純のため，ここでは歩行者と自動車の 2者間の相
互作用を考える．線形な相互作用項を考え，相互作
用の定式化としては，相手の相互作用なしの場合の
効用が相互作用項の説明変数となるとする．この相
互作用の説明変数をそれぞれ !!"# ,!$"ℎ とすると，リンク " からリンク # に移動するときの即時効用は
式 (1), (2), (3), (4) のように表される．ただし，xped,
xveh はリンクの説明変数，$ = ($ped, $ !"#&'( , $

car, $&'(!"#))はパラメータである．
%!"# (# |"; $) = &!"# · $ !"# + !&'($

!"#
&'( (1)

%$"ℎ (# |"; $) = &$"ℎ · $$"ℎ + !!"#$
$"ℎ
!"# (2)

!!"# = &!"#
' |* · $ !"# (3)

!&'( = &$"ℎ' |* · $$"ℎ (4)

Recursive Logitモデルでの推定では，%!"# , %&'( を用
いて Bellman方程式が立式され，尤度関数最大化に
より，パラメータの推定が行われる．この定式化は
一種の同時方程式とみなすことができるが，下流リ
ンクの遷移確率を決めるという観点から，式 (1), (2)
が測定方程式，相互作用項 !!"# ,!$"ℎ の構造を規定しているという点で式 (3), (4)が構造方程式である．
このとき，$ の全要素を一度に推定しようとする
と，相互作用項の内生性から推定結果がバイアスを
含む可能性がある．そのため，歩行者と自動車でパ
ラメータセットを分割し，一方のパラメータを固定
して他方を更新するという繰り返し計算を交互に行
う必要がある．しかし，パラメータの更新は尤度最
大化計算を含むため，計算コストが高い．また，相
互作用による効用関数の多峰性や繰り返し計算の収
束性によっては精度の良い解が求まらない可能性が
ある．
(3) 敵対的生成モデルを用いた経路選択モデル
機械学習モデルの学習手法の一つである敵対的学
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習11), 12)を用いて，経路選択データから経路選択方策
を学習させる方法が存在する．特に，AIRL を用い
て効用関数，価値関数を推定することにより，頑健
な経路選択モデルの推定を行う方法が提案されてい
る13)．また，この方法では，価値関数の求解を行わ
ないことや，機械学習のモデルは一般に微分計算が
解析的に行えることから，数値微分を用いた尤度関
数最大化よりも推定時間が短いことが知られている．

AIRL ベースの経路選択モデルでは，経路選択確
率を出力する行動関数と，経路が与えられた際に，
その経路での効用を計算し，経路が本物であるか
どうか判別する判別関数が敵対的に学習を行う．こ
こでは，下流リンクの選択確率を返す行動関数を
'+ (# |(; ))，経路が本物である確率を返す判別関数を
* , ,- ((, #, (′; ))とする．ただし，(は状態，#は行動，
) は経路のコンテキストであり，$, + は判別関数の
パラメータである．さらに，判別関数は式 (5),(6)の
ように構造化されており， ,, ,- , -, , ℎ- はそれぞれ時間割引率 / のマルコフゲームにおける，advantage
function，即時効用，状態価値関数の推定器となる．
* , ,- ((, #, (′; )) =

,, ,- ((, #, (′; ))
,, ,- ((, #, (′; )) + '+ (# |(; )) (5)

,, ,- ((, #, (′; )) = -, (#, (; )) + /ℎ- ((′; )) − ℎ- ((; ))
(6)

この 2つのモデルの目的関数は式 (7), (8)のように表
される．
min
, ,-

−E(.,')∼/
[
log(* , ,-)

]
− E(.,')∼0!

[
log(1 − * , ,-)

]
(7)

max
0!
E(.,')∼0!

[
log(* , ,-) − log(1 − * , ,-)

]
(8)

このモデルは複数交通手段の場合に容易に拡張
可能である14)．その場合は，パラメータ $1 , +1 を各交通手段 0 ごとに割り当て，式 (5),(6) と同様に
* ," ,-" ((, a, (′, ))と ,," ,-" ((, a, (′; ))を考え，式 (9), (10)
のような目的関数に基づき学習を行う．

min
, ,-

−E(.,a)∼/

[∑
1

log(* ," ,-" )
]

−E(.,a)∼0!

[∑
1

log(1 − * ," ,-" )
] (9)

max
0!
E(.,a)∼0!

[∑
1

log(* ," ,-" ) − log(1 − * ," ,-" )
]

=E(.,a)∼0!

[∑
1

,," ,-" − log('+" (#1 |(; )))
] (10)

このとき，学習される効用関数，価値関数は，行動
関数のエントロピー正則化の有無に応じて，それぞ

れ全交通手段が混合 Nash 均衡15) あるいは Logistic
Stochastic Best Response Equilibrium (LSBRE)14)に対応
したものになることが知られている．LSBREにおけ
る各交通手段の主体の方策は，エントロピー正則化
にかかる係数 1を用いて，式 (11)のようなロジット
選択で表される．

'1 (#1 |a−i ∼ '−1 , (; )) =
exp(12 0"

1 (#1 , a−i, (; )))∑
'′
"
exp(12 0"

1 (#′1 , a−i, (; )))
(11)

ただし，21 (#1 , a−i, (; ))はこのマルコフゲームにおける交通手段 0に対する Q関数であり，効用関数 31 を用いて式 (12)のように定義される．
2 0

1 (#1 , a−i, (; ))

= E(.,')∼0

[∑
2

/231 ((2 , #1,2 , a−i; )) |(0 = (, #1,0 = #1

]

(12)

これは ( と ) を共通観測変数とする相関均衡の一種
であり，式 (13)が成り立つ．

E0#$%&'
" ,0#$%&'

−"
[31] ≥ E0" ,0#$%&'

−"
[31] (13)

3. 衛生画像による経路選択同時推定
(1) 交通手段間相互作用推定モデル
複数交通手段に対応する AIRL経路選択モデルを
用いることで，交通手段間の相関均衡における行動
関数および効用関数，価値関数を生成，推論するこ
とができるが，その相互作用の内容については明ら
かにすることができない．交通手段間の相互作用を
明らかにするため，即時効用の推定器である -," を式 (14)のように分解する．

-," (#1 , a−i, (; )) = - (0),"
(#1 , (; )) + - (1),"

(#1 , a−i; )) (14)

しかし，実データでは a−i が含まれていない場合があるので，'+ により置き換える．それにより，即時効用は式 (15)のようになる．
-," (#1 , '−i, (; )) = - (0),"

(#1 , (; )) + - (1),"
(#1 , '−i; )) (15)

ここで，- (0),"
は交通手段 0 の行動のみの関数であり，

- (1),"
は全交通手段の行動についての関数であること

から，-," が #1 , '−1 ,(について分解前の関数と常に等しくなるときには，両者は定数差を除いて一意に定
まることがわかる．
(2) 画像データによる特徴量の作成
ここでは，入力データとして，衛星画像，地図デー
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タなどの画像データと，すでにリンク単位での集計
がなされたリンク属性データを用いて，リンク特徴
量の抽出を行う．画像データにおけるピクセル位置
とリンク位置の対応を取るため，ここでは，次元を
縮約することにより抽象度の高い情報を抽出する
エンコーダー・デコーダーアーキテクチャのボトル
ネック特徴量ではなく，ピクセルごとの特徴量を抽
出することのできる，セマンティックセグメンテー
ションでのクラス所属確率をピクセルごとの特徴量
とする．
セマンティックセグメンテーションの手法として，

アノテーションデータを利用する教師あり学習の手
法と，教師なしでピクセル間のクラスタリング等に
よりクラスを推定する手法がある．ここでは，アノ
テーションデータを必要とせず，より汎用的である
と考えられることと，地図データを含む複数の画像
データを用いて空間的な情報を抽出することで，ア
ノテーションデータのクラス分類方法よりも柔軟な
表現が可能であると考えられることから，近傍ピク
セル間の相互情報量最大化により教師なしでピクセ
ル特徴量を抽出する手法16)を用いる．
本研究では，まず複数の画像データを入力として，

画像ピクセルごとの特徴量を抽出し，それらをリン
クごとに畳み込むことでリンク特徴量を抽出する．
それらをすでにリンク単位で集計された特徴量に結
合し，経路選択モデルの学習を行う．リンクごとの
特徴量の畳み込みには，リンク中心点を用いたボロ
ノイ図を用いることで，リンクとピクセル位置の対
応を構造化する．モデル全体の概要を図-1に示す．
(3) 均衡状態によるモデル評価
ここでは，複数の交通手段の間の均衡の性質に基

づき推定されたモデルの性能を評価することを考
える．例え推定されたモデルの尤度が高かったとし
ても，観測された行動データが不安定な均衡として
推定されている場合には，推定されたモデルを用い
て種々の制御や最適化を行う際に不安定な結果が生
じる可能性がある．そこで推定されたモデルが観測
データをどのような均衡として説明しているかを調
べることで推定されたモデルの性能を評価する．
前述の LSBREは，AIRLベースのモデルについて

導出されたものであるが，式 (11)は代表的なリンク
ベースの経路選択モデルである，Recursive Logitモデ
ル9) や Discounted Recursive Logitモデル10) の立式と
同一である．したがって，ここでは，経路選択モデ
ルが推論した効用関数や価値関数は LSBRE に対応
したものであるとして議論する．
いま，交通手段 4 の行動関数に小さな摂動が加わっ

たとする．このとき，式 (11)に基づき，他の交通手
段 0(≠ 4) の行動関数も摂動すると考えられる．その
結果，交通手段 0の摂動が交通手段 4 に対するフィー
ドバックとなり，交通手段 4 の行動関数がさらに摂
動するということが起こりうる．この段階的な摂動
が増幅されるか減衰するかが問題となる．
式の整理のため，式 (11)の a−i を行動関数 '−1 と置き換え，'1 を交通手段 0の全行動集合 51 に対するベクトルとして式 (16)のように書き直す．

'1 ('−1 , (; )) = Softmax(12 0"
1 ('−1 , (; ))) (16)

交通手段 0が行動 #1 を取る確率を交通手段 4 に行動
関数に対して偏微分すると，式 (17)のようになる．
6'1,'"
6' 3

= '1,'"
∑
'′
"

(7'" ,'′
"
− '1,'′

"
)
62 0"

1,'′
"
('−1 , (; ))
6' 3

(17)

また，式 (12)の a−iを '−1 と置き換え，2 0"
1,'"
の ' 3 に対する偏微分を求めると式 (18)のようになる．

62 0"
1,'"

6' 3
= E(.,')∼0

[∑
2

/2
631 ((2 , #1,2 , '−1; ))

6' 3

]
(18)

式 (17), (18)を合わせると，行動関数同士のヤコビ行
列を式 (19)のように求めることができる．
6'1
6' 3

=

1 ['1 · · · '1] %
(
8 |4" |× |4" | − ['1 · · · '1]

)
E(.,')

[∑
2

/2
631
6' 3

]

(19)

交通手段 4 以外からの全てのフィードバックの結果，
摂動が減衰すれば良いので，推定された均衡が安定
である条件は式 (20)のように表される．

‖7' 3 ‖2 ≥ ‖
∑
1≠ 3

6' 3

6'1

6'1
6' 3

7' 3 ‖2 (20)

したがって，∑
1≠ 3

50 (

50"
50"
50 (
が縮小写像であること，す

なわち最大固有値の絶対値が 1 より小さいことが，
均衡が安定的である条件である．観測データの ((, #)
に対してヤコビ行列を計算することにより，推定さ
れた均衡が安定的であったか否かを判定することが
できる．なお，式 (19)中の 5("

50 (
は，式 (15)により求

められるが，Recursive Logitモデルによる推定の場合
などは，微分値が解析的に求まらないため，数値微
分などを行う必要がある．
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図-1 複数画像を用いたリンク特徴量抽出と複数交通手段の相互作用推定の概要
4. 数値実験
(1) データ
本研究では，2022年 8月 2日（火）から 9月 9日

（金）にかけて，新宿-松山間の高速バス利用者を対象
に行われた，松山-新宿観光 PP調査のデータを利用
した．本調査では，108名のモニターの 1897トリッ
プの GPSデータを収集した．本研究では，このうち，
愛媛県松山市街地において娯楽・飲食を目的とした
トリップを対象にマップマッチングを行った．結果
として，歩行者 3903点，自動車 489点の経路選択行
動のサンプルを得た．
また，ネットワークデータについては，Open-

StreetMap注 1)の API を利用して，松山市街地の車道
ネットワークを抽出したものを利用した．リンク特
徴量の抽出のため，地理院地図の全国最新写真注 2)，
標準地図注 3)と 2019年松山市都市計画基礎調査注 4)の
データを利用した．
(2) 推定結果
画像からの特徴量抽出には ResNet5017) をバック

ボーンとする DeepLabv318) を用い，AIRL での行動
関数，判別関数にはカーネルサイズ 3の 2層の畳み
込み層を用いた．画像データにより抽出されたピク
セル特徴量を図-2に示す．ここでは，植生・水辺が
青，建物が緑，道路が黄緑と水色というようにピク
セルごとにある程度明確なクラス分類がなされてい
ることがわかる．また，図-3にリンクごとのピクセ
ル位置の対応関係を示す．
また，これらを用いて推定された経路選択モデル

の結果を表-1に示す．リンク属性として，画像を用
いない特徴量として，松山市都市計画基礎調査から

交通施設密度，商業施設密度を利用した．また，画
像からは最終的に 1リンクにつき 16次元の特徴量を
抽出した．ただ，残念ながら現状では，画像による
特徴量抽出を行ったものとリンク属性データを直接
使用したもので大きな性能差は見られていない．た
だ，画像による特徴量を用いた場合であっても Apple
M1 Maxチップを用いて，30分程度で推定が完了し
ているため，さらに入力データを増やすなどの対応
は可能であると考えられる．

図-2 航空写真と地図画像による特徴量抽出結果

図-3 リンク特徴量抽出のためのフィルタ構造

5. 結論
本研究では，複数種類の画像情報とリンクの属性
情報を用いて，複数の交通手段が錯綜する空間での
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表-1 判別関数の最終損失関数と行動関数の最終尤度歩行者 自動車
損失関数（判別関数） LL 損失関数（判別関数） LL

リンク属性のみ 69.43 -61.65 117.37 -52.25
リンク属性・画像特徴量 88.93 -65.72 88.19 -56.55

同時経路選択モデルの推定を試みた．AIRL の枠組
みを用いることで，現実的な時間内で複数交通手段
の経路選択モデルおよび相互作用項を推定すること
ができることが明らかとなった．加えて，複数交通
手段間の均衡状態を評価するため，相互作用項の行
動関数に対する微分を評価する方法を提案した．
ただ，現状では AIRLを用いた経路選択モデルの

推定の安定性に課題がある．学習データを増やすこ
とや，行動関数と判別関数の学習過程を調整する機
構を組み込むことによりある程度の改善は期待され
る．また，本研究では，リンクからの特徴量抽出を
行ってから経路選択を行うという一方行の学習しか
適用できていない．特徴量抽出の際に経路選択デー
タも同時に利用することで，より経路選択行動に即
した特徴量の抽出が可能になると考えられる．
NOTES
注 1) OpenStreetMap, https://www.openstreetmap.org/,

2023年 4月 27日
注 2) 国土地理院，全国最新写真（シームレス）
注 3) 国土地理院，電子国土基本図
注 4) 松山市，2019年都市計画基礎調査情報 (土地利用現

況)，CC-BY 4.0
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